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Abstract

The present work describes some results obtained
when modeling a chaotic system using Multilayer
Perceptrons. Such a system is considered as a bench-
mark for problems of identification of non linear sys-
tems because it presents a great diversity of dynam-
ic regimes including chaos. The results described
here show that several nets that satisfied the same
stop criterion have very different dynamic behaviors.
Besides, such behaviors become evident when tech-
niques such as Poincaré maps and bifurcation dia-
grams are used to verify Neural Network generaliza-
tion. The results suggest that when the objective of
the training of a Neural Network is to model non lin-
ear dynamic systems, other approaches, besides the
minimization of the prediction error should be used
in model validation.

1. Introducao

Um dos grande desafios em ciéncia e tecnologia
é a identificacdo de sistemas, ou seja, a obtencdo
de modelos matemaéticos a partir de dados observa-
dos, sem conhecimento prévio. Uma das questoes
bésicas na identificacdo de sistemas é a escolha da
representacao a ser utilizada. Na area de modelos
lineares, uma das representagdes mais utilizadas é o
modelo ARMAX [1]. Recentemente, grande atencéo
tem sido dada as representagdes ndo lineares. Uma
lista completa de tais representacoes seria longa de-
mais para ser incluida aqui, mas algumas daquelas
que tém recebido significativa atencdo na literatu-
ra incluem modelos polinomiais erracionais continuos
[2], discretos (NARMAX) [3], funcoes de base radial
[4, 8] e Redes Neurais Artificiais [5, 6, 7].

O presente trabalho descreve alguns resultados
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obtidos ao modelar um sistema cadtico utilizando
Multilayer Perceptron [11, 12]. O sistema cadtico se
presta como benchmark para problemas de identifi-
cacao de sistemas nao lineares por apresentar uma
grande diversidade de regimes dinamicos que in-
cluem regimes cadticos. Os resultados aqui descritos
mostram que diversas redes que foram validadas pela
predicdo de k-passos a frente tém comportamentos
dinamicos muito distintos. Além disso, tais com-
portamentos tornam-se evidentes na medida em que
técnicas do tipo mapas de Poincaré e diagramas de
bifurcac¢do sdo usados para verificar o poder de gene-
ralizagdo das redes. Os resultados sugerem que quan-
do o objetivo do treinamento de uma RNA for mode-
lar a dinamica nao linear do sistema original, outros
critérios, além da predicao de k-passos devem ser usa-
dos na validacdo dos modelos.

A validacdo dos modelos, que tem relevancia sig-
nificativa em qualquer problema de identificagao,
adquire uma maior importancia no caso de sistemas
que exibem diversos tipos de regimes dinamicos in-
cluindo o caos [9, 6]. Dentre as possibilidades de
validacao destaca-se a reconstrucao de atratores, os
diagramas de bifurcagdo e a obtencdo de sec¢des de
Poincaré. Uma das principais limitagdes de se uti-
lizar tais ferramentas em problemas praticos é que
nem sempre é possivel obter tais diagramas para
os sistemas originais. Sendo assim, fica impossivel
comparar os diagramas de bifurcacio e as secoes de
Poincaré dos modelos com aqueles do sistema origi-
nal. Por outro lado, em estudos onde o sistema origi-
nal é um modelo do qual tais diagramas podem ser
facilmente obtidos, o seu uso é recomendado para
investigar mais a fundo as caracteristicas dindmicas
dos modelos obtidos. E fundamental perceber que
na maioria dos casos usar diagramas de bifurcacdo
e secoes de Poincaré para avaliar o desempenho
dinamico dos modelos em muito excede ao procedi-



mento convencional de verificar como tais modelos
predizem os dados. Além disso, a variancia (ou valor
absoluto) de erros de predi¢do de um passo a frente,
tdo comumente usada como critério de parada de
treinamento, é totalmente ineficaz na caracterizacio
do desempenho de modelos dindmicos. Finalmente,
menciona-se que a discussao acima é valida para re-
presentacoes de modelos nao lineares em geral, e nao
apenas para redes neurais [10]

Apresenta-se aqui um estudo sobre a capacidade
que algumas topologias de redes neurais artificiais
(RNA), tém de reproduzir a dindmica cadtica obser-
vada na equacdo de Duffing-Ueda [13, 14].

2 Sistema a ser modelado

O exemplo de sistema ndo linear utilizado neste
trabalho ¢é a equacdo de Duffing-Ueda. Esta equacgao
foi originalmente proposta como um modelo de um
oscilador ndo linear e tem sido considerada como um
padrao no estudo de dindmicas ndo lineares. O mo-
delo é simples e pode produzir uma grande variedade
de regimes dinamicos [13].

A equacdo de Duffing-Ueda é escrita como [14]

i+ ky+y° =ut), (1)

k = 0,1 foi usado para produzir os dados origi-
nais via simulacgao digital, estes dados foram os mes-
mos usados por [9]. Um algoritmo de Runge-Kutta
de quarta-ordem com um intervalo de integracao de
7/3000s foi usado para simular a resposta do sis-
tema para uma determinada entrada. Entrada w(t)
e saida y(t) foram uniformemente amostrados com
periodo de Ts = 7/60s, correspondendo a 120 pon-
tos por pseudo periodo do sinal de entrada. A massa
de dados usada para identificacdo estd apresentada
na Figura 1. Todas as Figuras usadas neste trabalho
que se referem ao sistema original foram retiradas de
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Figura 1: Dados
para identificacdo

do sistema Duffing-Ueda usados
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3 Modelos Identificados

Os modelos apresentados neste trabalho, foram
obtidos utilizando as rotinas do “toolbox” de
identifacacdo baseados em redes neurais, para o
MATLABTM desenvolvido por M. Norgaard [11]. A
rotina usada foi a nnarmaxl.m, que identifica uma
rede neural ARMAX (auto-regressive, moving aver-
age with exgenous input) a partir de um par de ve-
tores contendo entrada e saida desejada. A rede é
obtida a partir da escolha de: ny, n, e n, respectiva-
mente, namero de atrasos da saida, entrada e nimero
de termos de ruido, além da selecdo do nimero de
neurénios na camada escondida e da funcoes de ati-
vacao usadas.

Como critério de parada para o algoritmo de
treinamento, utilizaram-se sempre valores default da
rotina. Os valores de ny, n, e n. usados foram, res-
pectivamente, 3, 2 e 10. Os valores de n, e n,, foram
escolhidos iguais aos “lag’s” usados por [9]. Empiri-
camente, escolheu-se n, = 10.

Obtiveram-se véarias redes variando apenas o
numero de neur6nios na camada escondida. As redes
obtidas foram chamadas: nn2, nn3, nn4, nnb, nn6,
nn7, nn8, nn9, nnl0, nnll, nnl2, onde os nimeros
2,3, ... 12 correspondem ao nimero de neuronios na
camada escondida. Em todos os casos utilizou-se a
tangente hiperbdlica para funcdo de ativagao na ca-
mada escondida, e fungdo de ativacdo linear para a
camada de saida. Os pesos foram sempre inicializa-
dos com valores nulos.

Para todas as topologias usadas na obtencao dos
modelos, utilizou-se o mesmo critério de parada.
Embora tenha ocorrido nimero de épocas diferentes
para cada topologia usada, sempre o critério de para-
da foi atingido.

4 Validacao das redes obtidas

A questdo critica na obtencdo de modelos é a
sua validacao, principalmente se o sistema possui
dindmica cadtica [9]. Para o sistema apresentado
neste trabalho, utilizaram-se quatro critérios de vali-
dacao:

e Predigdo da série temporal
e Reconstrugao do atrator

e Secao de Poincaré

e Diagramas de Bifurcacao

Detalhes sobre cada um dos critérios de validacdo
referidos acima podem ser encontrados em [15, 16].

4.1 Predigdo da série temporal

Consiste em simular o modelo com a mesma en-
trada do sistema, e verificar sua capacidade de seguir



os dados originais. Neste caso a predicio é feita k
passos a frente. Nesta simulacdo utilizou-se a mes-
ma massa de dados usada para a identificacdo. Os
resultados estdo apresentados na Figura 2.

Na predicao de k-passos a frente ndo foi possivel
perceber diferencas significativas no comportamen-
to dos modelos, principalmente considerando o com-
portamento cadtico observado nos dados de identi-
ficacdo. A razao para isto é o fato de que sistemas
cadticos tém pelo menos um expoente de Lyapunov
positivos. A conseqgéncia disso é que no espaco de es-
tados, numa “direcdo” as trajetorias divergem. Em
funcao disso, pequenas diferencas entre condigoes ini-
ciais sao amplificadas & medida que o sistema se de-
senvolve. Isso é conhecido como sensibilidade a con-
digbes iniciais e é um limite tedrico e pratico a pre-
di¢do (de médio e longo prazo) de séries temporais
cadticas. A Figura 2 apresenta um resultado tipico
obtido na simulacao das redes.
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Figura 2: Resultado tipico obtido para todas as re-
des, na predicdo de k_passos a frente. (-) Sistema

Original e (..) Rede

4.2 Reconstrucao do atrator

Neste critério é usado um pseudo-plano de fases
constituido por y(t) e y(t — Tp) para reconstruir o
atrator [17, 18].

As trajetorias obtidas, a partir da simulagao dos
modelos identificados, estdo apresentadas nas Figu-
ras 3(a)-(f). Os modelos foram simulados com a en-
trada u(t) = Acos(wt),com A =1lew =1rad/s. A
Figura 3(f) apresenta a trajetéria obtida a partir do
sistema original com T, = 200 x 7/3000, sendo que
para os modelos utilizou-se T}, = 4 x /60, equiva-
lendo sempre ao tempo de quatro amostras.

Os atratores recontruidos com modelos com 4, 5,
6, 7, 8, 10 e 11 neur6nios na camada escondida estao
aparentemente préximos do atrator do sistema origi-
nal. A fim de ser categdricos nesta afirmacio, nio
bastaria olhar apenas para a geometria das projecoes
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Figura 3: Trajetéria no pseudo-plano de fases (a)
Modelo nn2, (b) Modelo nn3, (c) Modelo nn8, (d)
Modelo nn9, (e) Modelo nnl2, (f) Sistema original.
Eixos: (a) a (d)e (f) »-4a4; (e) >-5a4

dos atratores, mas seria necessario verificar como as
trajetérias se cruzam no espaco de estados. A andlise
topoldgica inclui esse tipo de investigacdo [19]. As
redes, com dois, trés e nove neuronios na camada es-
condida, apresentaram comportamento periddico, e
a rede com 12 neuro6nios apresentou uma deformagao
do atrator, com um deslocamento para a esquerda.

4.3 Secdo de Poincaré

Mapa de primeiro retorno de um sistema
dinamico de ordem n, ou mapa de Poincaré, é uma
hipersuperficie de dimensdo n-1 que é transversal ao
fluxo ¢ € R™. O mapa de Poincaré P = ¥ — ¥ é
definido para um ponto g € X, por:

P(q) = Qs'r(q)) (2)

onde 7 é o tempo para a dérbita ¢;(q) baseado em ¢,
retornar pela primeira vez em X.

As Figuras 4(a)-(f) apresenta as secbes de
Poincaré obtidas a partir da simulacao de alguns
modelos para entrada, u = 11cos(t), e a Figura 4(f)
apresenta a se¢do de Poincaré para o sistema origi-
nal. As redes omitidas apresentaram comportamen-

tos similires, mas certamente nao idénticos, a Figura
4(c).
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Figura 4: Secdo de Poincaré para a entrada u =
11cos(t) (a) Modelo nn2, periodo-1, (b) Modelo nn3,
periodo-3, (c) Modelo nn8, caos, (d) Modelo nn9,
periodo-1, (e) Modelo nnl2, possivelmente quasi-
periédico, e (f) Sistema original, caos. Eixos: (a)
— 1,2a2; (b),(c) e (f) = 1.5a4; (d) - 0,5 a0,9;
() > -2a4

Segundo este critério as redes que mais se aproxi-
maram do comportamento do sistema original foram
asredes com 4, 5, 6, 7, 8, 10 e 11 neurdnios na cama-
da escondida. Os modelos com 2, 3, 9 e 12 neurdnios
possuem secoes de Ponincaré muito distantes do sis-
tema original.

4.4 Diagrama de Bifurcacao

Um ponto r de um diagrama de bifurcagdo, para
o caso considerado neste trabalho, é definido como:

T =

{(y)A) € R x I|y = y(tl))

A:Ao;ti:KssXQﬂ'/’w} (3)

onde I é o intervalo I = [4; A;] C R. O ponto r é
obtido por simulacdo do sistema por um tempo sufi-
cientemente longo para atingir o regime permanente,
entao é feito o grafico de y(Kgs x 27) por Ag. Para
cada valor de A, tem-se n;, pontos.

O diagrama de bifurcacdo d4 uma idéia dos valo-
res de A € I para os quais o sistema bifurca e qual
¢é o tipo de bifurcacdo. No estudo de sistemas nao
lineares o diagrama é usado para determinar qual é
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a faixa de valores do parametro de controle em que
o sistema possui comportamento cadtico. Deve ser
notado que ao passo que o mapa de Poincaré fornece
uma imagem (um corte) do atrator no espago de es-
tados, o diagrama de bifurcacdo resume os diversos
regimes dinamicos exibidos pelo sistema para diver-
sos valores do parametro de bifurcacao.

Os diagramas de bifurcacio para os modelos iden-
tificados estdo apresentados nas Figuras 5(a)-(e). O
parametro de bifurcacdo usado foi a amplitude do
sinal senoidal da entrada, na faixa 4,5 < A < 12. 150
pontos equidistantes foram gerados com Ky = 63
e np = 20. O diagrama de bifuracacdo do sistema
original estd apresentado na Figura 5(f), tendo sido
gerado com K =400 en, =20 [9] . A diferenca nos
valores de K e o nimero de pontos usados, para o
modelo e para o sistema original se deve ao grande
esforco computacional necessario para simular os mo-
delos baseados em rede neurais. Ky = 400 significa
simular a rede com 48000 pontos, 750 vezes, o que
que acredita-se ndo ser necessario, pois Ky = 63, ja
é suficiente para que o sistema atinja o regime per-
manente.

E interessante notar que o mapa de Poincaré cor-
responde a um valor no diagrama de bifurcagdo. Por
exemplo, todos os mapas da Figura 4 correspondem
aos atratores observados para A = 11, nos respec-
tivos diagramas da Figura 5. Portanto, os regimes
dindmicos (para A = 11) “perfodo-1” e caos podem
ser constatados com certa facilidade. Os regimes
“periodo-3” e quasi-periédicos nao sdo tao facilmente
discerniveis nos diagramas de bifurcagao.

Segundo este critério de validagdo, verifica-se que
as redes que mais se aproximaram do comportamento
do sistema orignal foram as redes com 4, 5,6, 7, 8, 10
e 11 neuronios na camada escondida. Porém resalta-
se o fato de nehuma delas reproduzirem a seqiiéncia
de bifurcacoes observadas nos dados originais.

5 Comentarios

Os resultados apresentados na secdo anteri-
or apontam para a necessidade de se estabelecer
critérios de validacdo que ndo sejam baseados apenas
na predicdo de k-passos, quando se trata de mode-
lagem de sistemas ndo lineares. Verifica-se que ape-
nas o critério de parada do algoritmo de treinamen-
to de uma rede neural ndo é suficiente para garantir
comportamento dindmico da rede igual ao observado
no sistema original. Isso ndo é uma propriedade pe-
culiar a redes neurais, pelo contrario, praticamente
todas as representacoes nao lineares sofrem desses
problemas. O que diferencia uma representacio de
outra ¢é a facilidade com que tais problemas podem
ser resolvidos em casos praticos.

Por outro lado, a reconstrucdo do atrator, con-
forme visto na Figura 3 também ndo foi suficiente
para garantir a capacidade de generalizacao das redes



Figura 5: Diagramas de bifurcacoes (a) Modelo nn2,
(b) Modelo nn3, (c) Modelo nn8, (d) Modelo nn9,
(e) Modelo nnl12 e (f) Sistema original. Eixos: Abs-
cisas (todas) 4.5 a 12, ordenadas: (a),(b),(c) e (f) —
0,5a4;(d) »-05a4;(e) >-2ab

obtidas, apesar de que uma anélise topoldgica [19]
seria necessaria a fim de quantificar quao préximos
estdo os atratores do atrator original. Observa-se
também que a secao de Poincaré se mostrou mais
apropriada para estabelecer comparagdes entre as re-
des obtidas, para A = 11.

Os diagramas de bifurcagdo, apresentam como
uma ferramenta mais poderosa para se verificar
a capacidade de generalizagdo das redes neurais.
Observa-se que, nos casos apresentados aqui, nenhu-
ma rede conseguiu reproduzir a seqiiéncia de bifur-
cacoes observadas nos dados originais. Neste ponto
cabe um estudo mais aprofundado sobre a influéncia
do nimero de camadas escondidas, e do nimero de
nodos, assim como da influéncia das fungoes de ati-
vacdo usadas.

Antes de encerrar esta secdo deve ser notado
que existem modelos identificados a partir dos da-
dos da Figura 1 que reproduzem satisfatoriamente
os critérios aqui usados bem como outros tais como
o maximo expoente de Lyapunov e a dimensao de
correlacdo [9].
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6 Conclusao

Os resultados apresentados neste trabalho
mostram que apenas a andlise de erros de predicao
nao é suficiente para validar modelos de sistemas que
exibem diversos regimes dinamicos inclusive caos.
Vérias redes que atigiram o critério de parada do
algortimo de treinamento, e passaram pela validacao
de k-passos, nao reproduziram o comportamento
observado no sistema dinamico original.

Observa-se que a capacidade de generalizacio de
uma rede neural usada na identificacdo de sistemas
nao lineares deve ser testada através de diagramas
de Poincaré, e diagramas de Bifurcacdo. Redes
que reproduziram o atrator para uma determina-
da entrada, nao conseguiram reproduzir nenhuma
das seqiiéncias de bifurcacdo observadas nos dados
originais, bem como nao reproduziram a secdo de
Poincaré observada no sistema original.
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