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Resumo:

A utilizacdo de redes Bayesianas, vem crescendo em diversas areas e aplicagdes. As
redes Bayesianas podem ser construidas a partir do conhecimento de especialistas ou
por algoritmos de aprendizagem que inferem as relacdes entre as variaveis do dominio a
partir de um conjunto de dados de treinamento.

A constru¢do manual de redes Bayesianas vem cada vez mais sendo preterida pelo
uso de algoritmos de aprendizagem que, em geral, pressupdem que as varidveis
utilizadas na aprendizagem sejam discretas ou, caso sejam continuas, apresentem uma
distribuicao Gaussiana, o que normalmente ndo ocorre na pratica.

Portanto para o uso de algoritmos de aprendizagem ¢ necessario que as variaveis
continuas sejam discretizadas segundo algum critério, que no caso mais simples pode
ser uma discretizagdo uniforme.

A grande maioria dos métodos de discretizacao existentes, porém, ndo sao
adequados a aprendizagem de redes Bayesianas, pois foram desenvolvidos no contexto
de classificacao e nao de descoberta de conhecimento.

Nesse trabalho ¢ proposto e utilizado um método de discretizagdo de variaveis que
leva em conta as distribui¢des condicionais das mesmas no processo de discretizagao,
objetivando um melhor resultado do processo de aprendizagem.

O método proposto foi utilizado em uma base de dados real de informagdes de
Proteg¢do ao Voo e a rede Bayesiana construida foi utilizada no auxilio a validacdo de
dados, realizando uma triagem automatizada dos dados.

Foi realizada uma comparagdo entre o método proposto de discretizagao e um dos
métodos mais comuns.

Os resultados obtidos mostram a efetividade do método de discretizagdo proposto e
apontam para um grande potencial dessa nova aplicagdo da aprendizagem e inferéncia

Bayesiana.



Abstract:

The use of Bayesian networks have increased in diverse areas and applications.
Bayesian networks can be built from the knowledge of experts or by learning algorithms
that infer the relations between the variables of the domain on the basis of a training
data set.

The manual construction of Bayesian networks has been replaced in several
applications by the use of learning algorithms, but such algorithms in general assume
that the variables used in the learning process are discrete or, in case they are
continuous, present a Gaussian distribution, which normally does not occur in real
cases.

Therefore for the use of Bayesian learning, variables should be discretized according
to some criterion, that in the simplest case can be a uniform discretization.

The great majority of the existing methods of discretization, however, is not
adjusted to the learning of Bayesian networks, because they were developed in the
context of classification rather than knowledge discovery.

This work proposes and uses a method of discretization of variables that takes into
account their conditional distributions in the discretization process, with the purpose of
obtaining a better result of the Bayesian learning process.

The proposed method was applied to a real database of Flight Protection information
and the resulting Bayesian network was used as an aid to the validation of data, carrying
out an automatized screening of the data.

A comparison was carried out between the proposed method of discretization and
one of the most common methods employed in the literature.

The obtained results show the effectiveness of the proposed discretization method,
pointing to a great potential of this new application of the Bayesian learning and

inference.
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1. Introducio

1.1. Motivacao

A utilizacdo de sistemas baseados em redes Bayesianas, que sdo uma representagcdo
compacta de distribui¢des de probabilidades conjuntas de um dominio, vem crescendo a cada
dia nas mais diversas areas, como medicina [31], [32], [60], engenharia civil [7], genética [12]
e educacdo [59]. A utilizagdo das redes Bayesianas vem crescendo também em diversos tipos
de aplicagdes, como Sistemas Especialistas [5], Sistemas de Filtragem de Dados [53],
Sistemas de Diagnostico [7], [57], Classificadores [62], Sistemas de Andlise [11], [17] e
Sistemas de Apoio a Decisao [50].

A constru¢cdo manual das redes Bayesianas, que implica na defini¢do dos relacionamentos
entre as varidveis do dominio e na quantificacdo de suas probabilidades condicionais, que
inicialmente era a unica op¢ao, vem cada vez mais sendo preterida pelo uso de algoritmos de
aprendizagem, que inferem os relacionamentos e calculam as probabilidades condicionais a
partir de um conjunto de dados de treinamento.

Porém, um grande empecilho a aprendizagem Bayesiana, em cendrios envolvendo
variaveis continuas, ¢ a falta de um método adequado de discretizagdo, uma vez que a grande
maioria dos algoritmos de aprendizagem trata apenas varidveis discretas e que a maioria dos
métodos de discretizagdo sao voltados para a utilizagdo em classificadores.

Uma discretizagdo adequada ¢ fundamental para que o algoritmo de aprendizagem seja
capaz de descobrir corretamente os relacionamentos existentes entre as variaveis do dominio,
uma vez que o processo de discretizagdo pode evidenciar ou esconder os padrdes apresentados
pelo conjunto de aprendizado [3].

O uso dos algoritmos de discretizagcdo voltados para classificagdo em aprendizagem
Bayesiana quando o objetivo ¢ a extracdo de conhecimento pode inviabilizar totalmente a
aprendizagem e a utilizagdo da rede assim construida [3]. Dessa forma, para uma

aprendizagem Bayesiana eficaz um método de discretizacao adequado ¢ fundamental [3].

1.2. Escopo

O objetivo principal deste trabalho é a proposta e avaliagdo de um método de

discretizacdo para aprendizagem Bayesiana.
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Faz parte do escopo deste trabalho mostrar que a maioria dos métodos de discretizagao
conhecidos ndo se adequa a aprendizagem Bayesiana ¢ que o método proposto propicia
resultados melhores ou no pior dos casos iguais aos métodos atualmente utilizados. Nao faz
parte do escopo deste trabalho uma demonstracdo formal da efetividade do método proposto,
o que fica como sugestao para trabalhos futuros.

E feita a comparacdo de resultados obtidos com o método proposto e com um método
simples de discretizagdo para comprovar que o primeiro se adequa melhor a aprendizagem
Bayesiana.

Para a comprovagdo da utilidade do método proposto em aplicagdes reais € proposto ¢
implementado um sistema de validagao de dados que utiliza o método de discretizagao aliado
a aprendizagem e inferéncia Bayesiana. Tal sistema ¢ capaz de realizar uma triagem nos
dados, reduzindo muito a quantidade de dados que deve ser analisada por uma pessoa para a
identificacdo de erros. Isso possibilita que grande quantidade de dados seja validada em um
menor espago de tempo e com um menor esfor¢o humano.

Os resultados apresentados pelo sistema de validacdo implementado sdo apenas
ilustrativos, uma vez que o foco do trabalho esta no processo de discretizagdo e na proposi¢ao
de uma solugdo para o processo de validagdo de dados e nao na avaliagdo do desempenho

desse processo de validagao.

1.3. Contribuic¢oes

Entre as contribui¢cdes mais relevantes desse trabalho vale ressaltar:

- A proposi¢do de um método de discretizagdo de dados que se adeque as caracteristicas
da aprendizagem Bayesiana, melhorando assim os resultados obtidos com o uso da mesma.

- A comparagdo entre o0 método proposto e outros métodos de discretizagdo normalmente
utilizados.

- A proposicao do uso de aprendizagem e inferéncia Bayesiana no auxilio a validagao de
dados, que podera agilizar muito o processo de validacdo de dados em varias areas e nesse
caso especifico ser usado na valida¢do dos dados de prote¢do ao véo do Insituto de Prote¢ao
ao Voo - IPV.

- A proposi¢do de um novo método de comparagdo do desempenho de redes Bayesianas,

baseado na correta identificacao de dados incorretos em bases de dados.



1.4. Organizacao

Para facilitar o entendimento do método de discretizagdo proposto e da proposta de
utilizacao de aprendizagem Bayesiana no auxilio a validagcao de dados, no Capitulo 2 ¢ feita a
apresentacdo dos fundamentos tedricos usados neste trabalho: redes Bayesianas,
aprendizagem Bayesiana e discretizacdo. Sdo também apresentados no Capitulo 2 os métodos
de discretizagdo normalmente utilizados e os motivos pelos quais eles ndo se adequam a
aprendizagem Bayesiana.

No Capitulo 3 o método de discretizagao € proposto e comparado com outros métodos que
utilizam probabilidades como métrica para a unido de intervalos.

No Capitulo 4 ¢ apresentado o problema de validagdo de dados, um caso de estudo ¢ a
solucao baseada no uso de redes Bayesiana.

No Capitulo 5 sdo descritos os procedimentos utilizados na implementacdo da
aprendizagem e inferéncia Bayesiana, bem como os testes realizados.

Os resultados obtidos sdo apresentados e analisados no Capitulo 6 e no Capitulo 7 sdo

apresentadas as conclusdes e sugestdes para trabalhos futuros.



2. Fundamentacao Teorica

2.1. Redes Bayesianas

Um grafo G € um par, G=(V, E), onde V' ¢ um conjunto finito de nés e £ ¢ um conjunto
finito de arcos entre pares de nés de V. Caso todos os arcos sejam direcionados o grafo ¢ um
grafo direcionado, Figura 2.1(a), caso todos os arcos sejam nao direcionados o grafo ¢ um
grafo ndo direcionado, Figura 2.1(b), e caso o grafo tenha arcos direcionados e ndo

direcionados o grafo ¢ misto, Figura 2.1(c) [11].

(b)

Figura 2.1: Exemplos de grafos: (a) grafo direcionado; (b) grafo ndo direcionado; (c) grafo
misto.

Um grafo direcionado onde ¢ possivel, a partir de um nd e percorrendo os arcos nas
direcdes indicadas, voltar ao mesmo nd, ¢ um grafo direcionado ciclico, Figura 2.2(b). Caso
ndo seja possivel, a partir de nenhum no, percorrendo os arcos nas dire¢des indicadas, voltar
ao mesmo nd, o grafo direcionado ¢ aciclico, Figura 2.2(a).

As redes Bayesianas — (Bayesian Network - BN), também conhecidas como redes de
crenga Bayesianas, grafos causais, redes causais, redes de crenga e modelos recursivos[4], sao
grafos direcionados aciclicos onde os nos representam variaveis aleatorias de um dominio
especifico e os arcos indicam a existéncia de dependéncia probabilistica entre os nos ligados.
Essas dependéncias sdo expressas por probabilidades condicionais [41], [48], [49].

Um exemplo de BN ¢ apresentado na Figura 2.3, onde as varidaveis do dominio sdo
CHUVA, VELOCIDADE BAIXA, PISTA ESCORREGADIA ¢ ACIDENTE. Cada uma das

variaveis pode assumir apenas dois valores, sim ou ndo.



(a) (b)

Figura 2.2: Exemplos de grafos: (a) grafo direcionado aciclico; (b) grafo direcionado ciclico.

PIOHUVA = i) 0.3
PCHUVA = ndn). 0.7

FFELOCIDADE BALYA = simm |THUVA = sin):0.8
FFELOCIDADE BAIXYA = ndo |CHUVA = sim): 0.2
FFELOCIDADE BAIXYA = sim |CHUVA = wde) 0.3
FIFELOCIDADE BAIYA = nda|CHUVA = nda) 0.7 X

FELOCIDADE BAIXA

P{PISTA ESCORREGADIA = sim |CHUVA = sim) 0.9
P{PISTA ESCORREGADIA = ndo |CHUVA = s 0.1
P{PISTA ESCORREGADIA = sim |CHUVA = nday0.2
7] P FISTA ESCORREGADIA = ndn |CHUVA = nda)0.8

PISTA ESCORRRGADIA

PLACIDENTE = sim | PISTA ESCORREGADIA = sim
PlACIDENTE = ndo | PISTA ESCORREGADIA = sim
P{ACIDENTE = sim | PISTA ESCORREGADIA = ndn
P{ACIDENTE = ndio| PISTA ESCORREGADIA = ndn
PLACIDENTE = sini | PISTA ESCORREGADIA = sim
PlACIDENTE = ndo | PISTA ESCORREGADIA = sim
P{ACIDENTE = sim | PISTA ESCORREGADIA = ndn
P{ACIDENTE = ndio| PISTA ESCORREGADIA = ndn

VELOCIDADE BAIXA = sim):0.1
VELOCIDADE BAIXA = sip):0.9
VELOCIDADE BAIXA = sire):0.01
FELOCIDADE BAIXA = sipe):0.99
VELOCIDADE BAIKA = nda)0.95
VELOCIDADE BAIXA = nde)0.05
VELOCIDADE BAIXA = nda)0.2
VELOCIDADE BAIXA = ndoi0.8

M M o o o T o AT

Figura 2.3: Exemplo de rede Bayesiana.

Para a varidvel CHUVA, o valor sim indica que no local sendo analisado, em um
determinado momento, estava chovendo. O valor ndo indica que ndo estava chovendo.

Para a variavel VELOCIDADE BAIXA, o valor sim indica que um veiculo passando pelo
local sendo analisado estava abaixo de um certo limite de velocidade, por exemplo, 30km/h.
O valor ndo indica que um veiculo passando pelo local analisado estava acima do limite de

velocidade definido.



6

Para a variavel PISTA ESCORREGADIA, o valor sim indica que a superficie da pista no
local da analise estava escorregadia. O valor ndo indica que as condigdes da pista eram
normais.

Para a variavel ACIDENTE, o valor sim indica que um veiculo ao passar pelo local se
envolveu em um acidente. O valor ndo indica que um veiculo passou pelo local sem se
envolver em nenhum acidente.

Os arcos do grafo direcionado aciclico (Directed Acyclic Graph - DAG), que representam
as relacdes existentes entre as variaveis, indicam que a variadvel CHUVA se relaciona com as
variaveils VELOCIDADE BAIXA e PISTA ESCORREGADIA e que as varidveis
VELOCIDADE BAIXA e PISTA ESCORREGADIA se relacionam com a variavel ACIDENTE.

As probabilidades condicionais de cada n6 quantificam essas relagdes. As probabilidades
condicionais do n6 PISTA ESCORREGADIA, por exemplo, explicitam as probabilidades da
superficie da pista estar escorregadia ou normal uma vez estabelecido se estd chovendo ou
nao. Se o valor da varidvel CHUVA for sim entao a probabilidade do valor da variavel PISTA
ESCORREGADIA ser sim ¢ de 0.9. Se o valor da varidvel CHUVA for ndo entdo a
probabilidade do valor da variavel PISTA ESCORREGADIA ser sim ¢ de 0.2.

Por serem uma ferramenta pratica poderosa de representacdo do conhecimento e
inferéncia sob condi¢des de incerteza [8], [17], o uso das BNs vem crescendo constantemente
[41], principalmente nas areas de economia, processamento de padrdes [11], reconhecimento
da fala, algoritmos de reconstru¢do de imagens e comparacdo de modelos. Elas t€ém sido
aplicadas com sucesso [19] em sistemas especialistas [5], [32], [50], [60], instrumentos de
diagnostico [7], [57], sistemas de tomada de decisao [54] e classificadores [27], [53], [56],
[62].

As BNs sdo um subconjunto das redes probabilisticas, cuja principal caracteristica ¢ a
habilidade para explorar a estrutura de um grafo e reduzir o calculo da probabilidade de um
evento, dada a evidéncia disponivel, a uma série de calculos locais.

Para isso sdao usados somente valores obtidos de um né e seus vizinhos em uma estrutura
de grafo, evitando que a funcdo de distribuicdo de probabilidades conjunta global tenha que
ser calculada. A representacdo grafica também explicita relagdes de dependéncias e constitui
uma ferramenta poderosa na aquisi¢ao de conhecimentos € no processo de verificacao [57].
Ou seja, as redes probabilisticas sdo uma representa¢do compacta da funcdo de distribuigdo de
probabilidade conjunta global de todas as varidveis aleatdrias do dominio modelado [57].

Outro exemplo de redes probabilisticas sdo as redes de Markov [48], que sdo

representadas por grafos nao direcionados, mas sua interpretacdo e principalmente sua



construg¢do sao bem mais complexas do que as das BNs, por isso apesar de também terem o
mesmo poder de representatividade compacta da fungdo de distribuigdo de probabilidades
conjunta elas ndo sdo tdo populares.

Extensdes das BNs que além dos nds representando as varidveis do dominio em questdo
contenham ndés representando decisdes ou vantagens sdo chamadas de redes de decisdo ou
diagramas de influéncia [43]; o foco desse trabalho no entanto sdo as BNs segundo sua
definicao, onde todos os nds representam variaveis do dominio.

Uma BN pode ser dividida em duas partes, um DAG e um conjunto de probabilidades
condicionais. O DAG representa qualitativamente as dependéncias entre as varidveis e as
probabilidades condicionais quantificam essa dependéncia [24], [38].

Um caso particular de BN muito utilizada em tarefas de classificacdo ¢ a rede naive-
Bayes. Em uma rede naive-Bayes um n6 representa a variavel a ser classificada e existem
arcos da variavel classificada para todos os outros nds, chamados de atributos da classe. Os
atributos nao possuem arcos entre si, pois assume-se que eles sejam independentes dado a
ocorréncia de uma classe. O DAG de uma rede naive-Bayes, portanto, apresenta um no raiz e
apenas arcos saindo desse n6 e indo para cada um dos outros nods, conforme ilustrado na

figura 2.4.

Figura 2.4: Exemplo de DAG de uma rede naive-Bayes.

Por ser uma versdo simplificada de uma BN e assumir a independéncia entre os nds, uma
vez definida a classe do no raiz, fica claro que seu poder de representatividade da distribuicao
de probabilidade conjunta global ¢ limitado. Contudo para tarefas de classificagdo onde
apenas a probabilidade de ocorréncia da classe precisa ser calculada e ndo a probabilidade

conjunta global essa simplificagdo tem se mostrado muito util.

Tendo sido esclarecido o poder de representatividade das BNs, sera exposto a seguir seu

poder de raciocinio ou inferéncia. Para tanto, serd necessaria antes a defini¢ao de alguns



termos que serao usados durante esse trabalho, de modo a facilitar a interpretacao das

informacdes aqui apresentadas.

Variavel — atributo — caracteristica — campo: elemento representado por um né da
BN. Normalmente referenciado como variavel, mas em caso de classificadores passa
a ser chamado de atributo ou caracteristica da variavel de classe e quando a BN ¢
construida ou usada em bancos de dados os nos representam os campos ou atributos
de uma tabela [8];

Instancia — ocorréncia: determinac¢do do valor de uma variavel, E;=¢;, o valor da
variavel E; € ey;

Registro — tupla: determinagdo simultanea dos valores de todas as variaveis da BN.
No caso de um banco de dados corresponde a uma linha da tabela;

Evidéncia: conjunto de ocorréncias E = { E;=e;, E)=e; , ... , E/=en};

Probabilidade a priori: probabilidade do valor de uma variavel ou dos valores de um
subconjunto de variaveis assumir um dado valor ou subconjunto de wvalores,
estimada a partir das probabilidades conhecidas sem considerar qualquer evidéncia
[60];

Probabilidade a posteriori: probabilidade de uma varidvel ou subconjunto de
variaveis estimada a partir das probabilidades conhecidas e de uma evidéncia [60];
Antecessores e sucessores de um n6 4 em um DAG: caso haja um arco entre os nos
A e B partindo do n6 4 em dire¢do ao nd B, entdo B ¢ sucessor de 4. Se a dire¢do do
arco for de B para 4 entdo B ¢ antecessor de A4;

N6 folha: n6 que nao tem sucessores.

Tomando como base o BN da figura 2.3 as varidveis ou campos seriam: CHUVA,

VELOCIDADE BAIXA, PISTA ESCORREGADIA e ACIDENTE. Uma instancia ou ocorréncia

seria a determinagdo de que em uma dada situagdo estava chovendo, CHUVA = sim, ou de que

em uma dada situagdo a pista ndo estava escorregadia, PISTA ESCORREDIA = ndo. Um

exemplo de registro seria a determinacdo de que em uma dada situagdo estava chovendo, a

pista estava escorregadia, um carro estava em baixa velocidade e ndo ocorreu acidente,

{CHUVA = sim, PISTA ESCORREGADIA = sim, VELOCIDADE BAIXA = sim, ACIDENTE =

ndo}. Um exemplo de evidéncia seria que em uma dada situagdo a pista estivesse
escorregadia e um carro estivesse em baixa velocidade, {PISTA ESCORREGADIA = sim,
VELOCIDADE BAIXA = sim}.
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Uma probabilidade a priori seria a probabilidade de chover de 0.3 e uma probabilidade a
posteriori seria a probabilidade de ocorrer um acidente, dada a evidéncia de que a pista esta
escorregadia e de que o carro ndo estd a uma velocidade baixa, que seria de 0.95.

O raciocinio ou inferéncia Bayesiana ou ainda a propagacdo de crenga [29], [R12] ¢
justamente o processo de atualizagdo das probabilidades a posteriori baseado nas
probabilidades condicionais e na evidéncia fornecida [4], [30]. Nas BNs a evidéncia pode ser
definida para qualquer subconjunto de nods e a probabilidade a posteriori pode ser calculada
para qualquer outro subconjunto de nos [20].

Como uma BN representa um modelo probabilistico completo do dominio, € como ¢
possivel a partir dela calcular a distribui¢do de probabilidade conjunta para todas as variaveis
envolvidas, fica claro que a rede contém informagao suficiente para calcular probabilidades de
quaisquer variaveis E;, E, ..., E, [48].

Em particular, podemos calcular a probabilidade da varidvel E; assumir o valor e; dado
que {E; = e}, k=1..n, k #i, ou seja, a probabilidade a posteriori de E;.

Essa propagacdo de crenca pode ser calculada pelo teorema de Bayes e pelo teorema da
probabilidade total [37], [47], [22].

Usando novamente a BN da figura 2.3 vamos ilustrar o processo de inferéncia Bayesiana.

Dada a evidéncia de que estd chovendo, {CHUVA = sim} , qual seria a probabilidade de
ocorrer um acidente, P(ACIDENTE = sim) ?

Como CHUVA = sim a probabilidade de um veiculo estar a uma velocidade baixa sera:
P(VELOCIDADE BAIXA = sim) = P(VELOCIDADE BAIXA = sim | CHUVA = sim) = 0.8.

Da mesma forma concluimos que P(VELOCIDADE BAIXA = ndo) = 0.2, P(PISTA
ESCORREGADIA = sim) = 0.9 e que P(PISTA ESCORREGADIA = ndo) = 0.1.

Com esses valores de probabilidade a posteriori podemos agora atualizar a probabilidade
de ACIDENTE usando o teorema da probabilidade total:

P(ACIDENTE = sim) = 0.1*0.9*0.8+0.01*0.1*0.8+0.95*0.9*0.2+0.2*0.1*0.2 = 0.2478.

P(ACIDENTE = ndo) = 0.9*0.9*0.8+0.99*0.1*0.8+0.05*0.9*0.2+0.8*0.1*0.2 = 0.7522.

Caso a evidéncia fosse da variavel ACIDENTE, por exemplo, para atualizar a
probabilidade das variaveis VELOCIDADE BAIXA e PISTA ESCORREGADIA bastaria usar o
teorema de Bayes para calcular as probabilidades condicionais P(VELOCIDADE BAIXA =
sim | ACIDENTE = sim) e P(PISTA ESCORREGADIA = sim | ACIDENTE = sim) a partir das
probabilidades da BN e usar novamente o teorema da probabilidade total.

Virios algoritmos de propagacdo, visando diminuir o tempo necessario para a atualizagao

das probabilidades a posteriori vem sendo propostos e estudados [14], [24], [28], [29], [34],
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[35], [46], [59], [60] mas ndo se pode afirmar que um deles seja o melhor para todas as BNs,
alguns se destacam apenas para alguns casos especificos. Mas mesmo sem o uso de um
algoritmo de propagacdo de crenca Otimo, sistemas que possuem BNs como base de
conhecimento tem se mostrado muito eficientes e tem sido muito difundidos ganhando
importancia inclusive em areas comerciais [29].

Uma vez exposta a conceituacdo das BNs, sua potencialidade e sua utilizagdo para

inferéncia passaremos a explorar sua construcao.

2.2. Aprendizagem Bayesiana

Originalmente o conceito das BNs foi desenvolvido supondo-se uma dependéncia de
especialistas humanos para a definicdo do DAG, ou seja, da estrutura ou topologia da BN e
para a estimacdo das probabilidades condicionais [49], mas elas podem ser construidas tanto a
partir do conhecimento de especialistas humanos quanto a partir de bases de dados, com a
utilizagdo de algoritmos de aprendizagem Bayesiana [31].

A construcdo manual de uma BN pode ser um processo bastante trabalhoso e caro para
grandes aplicacdes [19] e em dominios complexos sua especificacdo além de consumir
bastante tempo esta propensa a erros [36].

Por esse motivo os esfor¢os dirigidos para o desenvolvimento de métodos que possam
construir BNs diretamente de um banco de dados, ao invés do discernimento de especialistas
humanos, vem crescendo constantemente [49].

O aprender pode ser interpretado como o processo de aquisi¢do de uma representacao
interna efetiva para as restricdes existentes no mundo, fatos e regras [48] ou, em outras
palavras, a aquisicao de conceitos e de conhecimentos estruturados [44].

O problema de aprendizagem Bayesiana pode ser enunciado como: dado um conjunto de
treinamento D={ u,, uy, ..., u, }, de tuplas de U, onde U é o conjunto das variaveis do dominio
e cada u; corresponde aos valores das ocorréncias de cada uma das variaveis de U, encontrar a
rede B que melhor se adequa ao conjunto D [19]. A formaliza¢dao do conceito de adequagao e
a maneira utilizada para encontrar B ¢ que vao diferenciar os métodos de aprendizagem
Bayesiana.

De maneira geral o aprendizado pode ocorrer com ou sem supervisdao. Quando a aquisi¢ao
dos conceitos e do conhecimento estruturado ¢ orientada por um supervisor ou uma fungao de
supervisdo que classifica os resultados apresentados em certos ou errados, tem-se o

aprendizado supervisionado. Quando o aprendizado ocorre sem esse tipo de orientacdo tem-se
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o aprendizado ndo supervisionado. Dependendo da intensidade de envolvimento do supervisor
o aprendizado pode ser por descoberta, por exemplos ou por programacao. O aprendizado por
descoberta ¢ aquele em que a interferéncia do supervisor sobre o processo de aprendizado ¢
minima. O aprendizado por exemplos ¢ aquele em que o supervisor fornece amostras
representativas do universo de conhecimentos que devem ser generalizadas. O aprendizado
por programagao ¢ aquele em que o supervisor incorpora diretamente os seus conhecimentos
ao processo [44].

Usando esse critério, dividimos os métodos de aprendizagem Bayesiana em
supervisionados e ndo-supervisionados. Um método de aprendizagem Bayesiana sera
supervisionado se existir uma funcdo de avaliacdo do desempenho da rede, no caso de
classificadores Bayesianos, isso ocorre na forma da variavel a ser classificada. E um
aprendizado por exemplos, onde cada tupla ¢ um exemplo de classificacdo e a fungdo de
avaliagao normalmente mediré a capacidade da BN classificar corretamente as variaveis, dada
a evidéncia dos atributos. Caso nao haja essa funcao de avaliagdo de desempenho, ou seja,
caso a BN ndo tenha o objetivo de classificar uma varidvel, o método sera nao-
supervisionado. Os métodos desse tipo sdo também chamados de aprendizagem por regressao
ou predi¢do continua [52].

O fato de um método de aprendizagem Bayesiana ser nao-supervisionado ndo elimina,
porém, a necessidade de avaliar a aprendizagem.

Como enunciado anteriormente o problema de aprendizagem Bayesiana objetiva encontrar
a rede B que melhor se adequa a D. Podemos entdo dividir os métodos ou algoritmos de
aprendizagem Bayesiana nao-supervisionados em duas categorias. A primeira usa métodos de
busca heuristica [44], [51] para construir possiveis BNs e entdo as avalia usando um método
de pontuagdo, que estima a adequagdo da rede em anélise com relagdo ao conjunto de dados
fornecidos [31], [19] e ndo com relagdo a correta classificacdo de uma varidvel, como no caso
de aprendizagem supervisionada. O processo de construgdo de possiveis BNs continua até que
a pontuagdo das novas redes ndo seja significantemente melhor que as das anteriores ou até
que um critério de parada seja atingido.

A segunda categoria constréi BNs pela andlise de relacdes de dependéncia entre os nos.
As possiveis relagdes de dependéncia entre os varios nés sao avaliadas pelo uso de testes de
independéncia condicional e sdo criados os arcos para as dependéncias mais relevantes.
Ambas tém suas vantagens e desvantagens; geralmente a primeira categoria apresenta

resultados mais rapidos, mas devido a sua natureza heuristica pode ndo encontrar a melhor
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solucdo. A segunda categoria converge para a melhor solu¢do, mas apenas em situagdes onde
as distribui¢des de probabilidade satisfazem certas hipoteses [8].

A primeira categoria ¢ preferivel em casos reais, onde ndo se sabe a priori se as
distribuigdes de probabilidade satisfazem as hipdteses necessarias para a convergéncia da
segunda categoria [31].

Falando agora especificamente dos algoritmos de aprendizagem baseados em busca
heuristica, podemos dividir a aprendizagem em duas tarefas: o aprendizado dos parametros
numéricos ou das probabilidades condicionais para um dado DAG e o aprendizado do proprio
DAG. Essas duas tarefas sdo dependentes, pois as probabilidades sdo calculadas para um
DAG especifico e a avaliagdo da adequacdo de um DAG normalmente faz uso da
probabilidade conjunta ou das probabilidades condicionais. Desse modo para cada possivel
DAG ¢ necessario que as probabilidades condicionais sejam calculadas. O processo de
avalia¢dao de cada DAG demandar, portanto, um esfor¢o proporcional & quantidade de dados
usada na aprendizagem.

Uma vez que as buscas heuristicas ndo garantem a descoberta da melhor solugdo possivel,
poderia parecer intuitivo que uma busca exaustiva por todos os DAG possiveis deveria ser
executada, mas na pratica essa busca exaustiva s6 pode ser realizada quando a BN a ser
aprendida tiver um niimero pequeno de nos.

A quantidade, f(n), de possiveis DAGs em fun¢do do nimero, 7, de nés da rede pode ser

calculada pela seguinte funcao recursiva [13]:

# . .
foy=2 72 rny @1
i=1

Caso os nos ja estejam ordenados, ou seja, caso a possivel dire¢do dos nos entre cada par
de nds ja seja conhecida a quantidade de possiveis DAGs, g(n), podera ser calculada pela

seguinte formula:

gtn= A3 22

A quantidade de possiveis DAGs para dominios com 1 a 10 varidveis, para qualquer
ordem dos nos e para uma Unica ordem dos nds foi calculada e ¢ apresentada nas Tabelas 2.1

e2.2.
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Tabela 2.1: Quantidade de possiveis DAGs para redes com até 10 nds.

Numero | Quantidade de
de nos | possiveis DAGs
1 1

2 3

3 25

4 543

5 29 281

6 3 781 503

7 1.1x 10’

8 7.8x 10"

9 12x10"
10 42x10"

Tabela 2.2: Quantidade de possiveis DAGs para redes com até 10 nds e ordem dos nds
definida.

Numero | Quantidade de
de nos | possiveis DAGs
1 1

2 2

3 8

4 64

5 1024

6 32 768

7 2097 152

8 3.0x 10°

9 6.9x 10"
10 3.5x10"

Fica claro que devido a necessidade do célculo das probabilidades condicionais para a
avaliacdo de cada possivel DAG e que devido a quantidade de possiveis DAGs, mesmo para
uma ordem fixa dos nds, nao € possivel fazer uma busca exaustiva para redes com muitos nos,
e por isso o uso de buscas heuristicas se faz necessario.

Pelo fato da busca heuristica achar um valor 6timo local, a inicializagao da busca ¢ de
fundamental importancia para a solugdo obtida. Como quanto maior a estrutura ou quanto
maior o nimero de arcos em uma BN, maior ¢ o espaco em memoria necessario para
armazena-la e mais lenta ¢ a propagacgdo de informacdes [48], os algoritmos de aprendizagem
Bayesiana baseados em busca normalmente realizam a busca adicionando nds a uma estrutura
inicialmente sem nos.

Existem véarias propostas de algoritmos de aprendizagem Bayesiana e alguns estudos

sobre elas [1], [9], [10], [24], [25], [26], [23], [29], [36], [58], [13], [28], mas nada totalmente
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conclusivo. Um desses algoritmos de aprendizado serd um pouco mais detalhado e utilizado
nesse trabalho.

Conforme afirmado anteriormente, os métodos de busca heuristica normalmente usam a
probabilidade conjunta ou as probabilidades condicionais para avaliar o quao uma rede ¢
adequada ao conjunto de treinamento. Falta ainda expormos como as probabilidades
condicionais sdo calculadas, uma vez que a partir destas a probabilidade conjunta pode ser
facilmente obtida.

Mas antes de expor como essas probabilidades condicionais sdo calculadas ¢ preciso fazer
uma diferenciagao entre os tipos de variaveis.

Podemos dividir as varidveis em variaveis qualitativas ou categoricas e variaveis
quantitativas ou numéricas.

Variaveis qualitativas sdo varidveis que assumem valores entre uma série de possiveis
categorias finitas. Varidveis qualitativas podem em alguns casos ser ordenadas, mas nao ¢
possivel aplicar operagdes aritméticas sobre elas [65].

Varidveis quantitativas podem ser ordenadas e submetidas a operagdes aritméticas. As
varidveis quantitativas podem, por sua vez, ser classificadas em dois grupos, discretas e
continuas. Uma varidvel quantitativa discreta assume apenas valores enumeraveis dentro de
sua faixa de variagdo. Uma varidvel quantitativa continua pode assumir qualquer valor real
dentro de seu limite de variagao.

Para nosso estudo as varidveis qualitativas e as varidveis quantitativas discretas com um
numero finito de possiveis valores podem ser agrupadas em uma mesma categoria a qual nos
referiremos como variaveis discretas. As varidveis quantitativas discretas que podem assumir
infinitos valores podem ser agrupadas as varidveis quantitativas continuas, as quais
chamaremos por abuso de linguagem de variaveis continuas.

Os nds de uma BN podem representar tanto variaveis discretas, que assumem valores de
um conjunto finito, quanto variaveis continuas, que podem assumir infinitos valores. De
acordo com as variaveis representadas as BN podem ser classificadas em trés categorias: BNs
discretas, BNs continuas ¢ BNs mistas [38].

A diferenca entre as categorias estd na representacdo das probabilidades condicionais.
Enquanto que em BNs discretas as probabilidades condicionais sdo representadas por tabelas
de probabilidade condicional, em BNs continuas elas sdo expressas por fungdes de densidade
ou distribui¢ao de probabilidade condicional. E em BNs mistas as probabilidades condicionais

serdo representadas por uma mistura de tabelas e funcdes.
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A tabela de probabilidade condicional de uma variavel discreta condicionada por outras
variaveis discretas pode ser estimada a partir das freqiiéncias de ocorréncia dessas varidveis
no conjunto de treinamento pelo uso direto da definicao da probabilidade condicional [37].

Fica claro, porém, que essa estimativa ndo pode ser usada para varidveis continuas, uma
vez que a probabilidade condicional deve ser representada por uma funcdo e ndo por um
conjunto de valores finitos. Para representar corretamente as probabilidades condicionais de
uma varidvel continua ¢é preciso estimar tanto a familia da funcdo distribuicdo de
probabilidade quanto seus parametros. Infelizmente essas fungdes de distribui¢do geralmente
ndo sdo conhecidas para dados reais [65]. Uma convengao ¢ assumir que a variavel tenha uma
distribuicao normal [45]. Contudo, estamos fazendo fortes hipdteses sobre a natureza dos
dados. Se essas hipoteses sdo garantidas entdo o modelo produzido pode ser uma boa
aproximacao da realidade [20], mas caso contrario nada se pode afirmar.

Uma alternativa a esse problema ¢ a utilizacdo de métodos de discretizagdo [19]. A
discretizagao ¢ uma técnica muito comum para lidar com valores continuos e consiste em unir
valores adjacentes em intervalos se sua distin¢ao contribui pouco para a estrutura do problema
[63]. Através da discretizacdo ¢ criada uma varidvel discreta para representar a variavel
continua. Cada valor da varidvel discreta corresponde a um intervalo de valores da variavel
continua. A variavel discreta resultante desse processo € usada no lugar da variavel continua

[65].

2.3. Discretizacao

A discretizacdo pode ser definida como o processo de transformagdo de uma varidvel
continua em uma variavel discreta [6], [62] e [65].

O uso de variaveis discretas tornam tanto o processo de aprendizagem como o processo de
inferéncia Bayesiana mais simples e eficientes, diminuindo a necessidade de poder
computacional de processamento e armazenagem € o tempo necessario para a construgdo de
uma BN e para a realizagdo de inferéncias com a rede construida. O uso de variaveis discretas
pode ainda, em diversos casos, resultar em uma BN mais adequada ao dominio do problema.

Mesmo que pudéssemos garantir as hipoteses sobre a natureza dos dados, feitas para a
estimacao de fungdes distribuicdo de probabilidade, ou seja, mesmo que as BNs continuas ou
mistas fossem uma boa aproximagao da realidade existem outros fatores que favorecem o uso

de técnicas de discretizacao:
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- Viérios algoritmos de aprendizagem e inferéncia nao podem trabalhar com valores
continuos [30], [40];

- Nao existem muitos algoritmos de inferéncia eficientes para modelos continuos e
mistos [19];

- Para usudrios e especialistas caracteristicas discretizadas sdo mais faceis de
entender, usar e explicar. [39]

- Os algoritmos de aprendizagem que podem tratar varidveis continuas normalmente
demandam menos recursos quanto tratam somente variaveis discretas, desse modo o
aprendizado com varidveis discretas ¢ mais rapido [17], [33], [39], [52], [62], [65];

- Apesar de capturar apenas caracteristicas grosseiras da distribuicao das variaveis
continuas, a discretizacdo resulta em modelos que podem ser usados eficientemente
para inferéncia probabilistica e tomada de decisdo [50];

- Para tarefas especificas como classificagdo, ¢ suficiente estimar a probabilidade de
um dado pertencer a um certo intervalo [20].

- A aplicacdo de algoritmos de inducdo desenvolvidos para valores discretos a valores
continuos pode gerar muitos relacionamentos com pouco poder preditivo [63];

- Os classificadores resultantes de um processo de discretizacdo sdo freqiientemente
significativamente menos complexos e algumas vezes mais precisos que o0s
classificadores obtidos com dados continuos [18].

E interessante notar que vérias das aplicagdes atuais de redes Bayesianas envolvem
discretizagdo feita por especialistas humanos [19]. A discretizagdo produz uma generalizagao
inerente, pelo agrupamento de dados em alguns intervalos, representando-os de forma mais
geral. Além disso, a discretizagdo tem alguma plausibilidade psicoldgica uma vez que em
muitos casos as pessoas aparentemente realizam um passo de pré-processamento similar,
representando dados naturalmente continuos, como temperatura, tempo e velocidade em
valores nominais, como por, exemplo, temperatura alta, temperatura normal, temperatura
baixa; tempo bom, tempo ruim, velocidade alta, velocidade baixa [61].

Em termos praticos quando estamos trabalhando com aprendizagem Bayesiana a partir de
bases de dados, as variaveis apresentadas sdo todas discretas, uma vez que para cada tupla
presente no banco cada varidvel assume um unico valor. Desse modo as variaveis de
aprendizagem poderdo assumir apenas um nimero finito de valores.

Ao utilizarmos a rede, porém, podem ser apresentados valores distintos dos da base de

dados. Dessa forma as varidveis originalmente continuas, que por serem armazenadas em uma
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base de dados se tornaram discretas, ndo podem simplesmente ser encaradas como se
discretas fossem.

Outro fator que deve ser levado em conta ¢ que muitos dos problemas que normalmente
ocorrem com variaveis continuas, como aprendizagem mais lenta, auséncia de generalizagao,
dificuldade de entendimento por parte de usudrios e especialistas, necessidade de mais
recursos para o aprendizado, geragao de muitos relacionamentos com pouco poder preditivo,
também ocorrem se a quantidade de possiveis valores ou a quantidade de intervalos de uma
variavel discreta for muito grande.

Além disso, ha outros problemas associados ao uso de variaveis discretas com uma grande
quantidade de possiveis valores, como geracdo de redes de complexidade elevada,
necessidade de mais espago para armazenamento da rede e propaga¢do de crenca mais lenta.
Por isso a discretizagdo deve resultar preferencialmente em varidveis discretas com poucos
intervalos.

A discretizagdo em si pode também ser encarada como uma forma de descoberta de
conhecimento, onde valores criticos em um dominio continuo podem ser revelados [33]. Os
intervalos de discretizagdo, portanto, ndo devem esconder padrdes de relacionamento entre as
variaveis. Eles devem ser escolhidos com cuidado ou descobertas potenciais podem ser
perdidas [3].

Existem varios métodos de discretizagdo [65], a maioria deles foi desenvolvida para
sistemas de classificacdo, outros tém uma utilizagdo mais genérica.

Os dois métodos de discretizagdo mais simples e muito utilizados sdo a Discretizacdo em
Intervalos Iguais (Equal Width Discretization - EWD) [6], [16], [40], [61], [65] e a
Discretizagdo em Freqiiéncias Iguais (Equal Frequency Discretization - EFD) [6], [39], [61],
[65]. Na EWD sao criados k intervalos de igual tamanho onde & ¢ um nimero inteiro maior
que zero definido externamente. Na EFD sdo criados k intervalos de modo que cada intervalo
contenha aproximadamente o mesmo nimero de ocorréncia de valores. Esses métodos de
discretizacdo ndo levam em conta qualquer informacgdo sobre possiveis relacionamentos entre
as varidveis e, portanto podem fazer com que os padrdes de relacionamento sejam perdidos.
Sua simplicidade de implementacdo, porém, os torna muito populares, principalmente na
comparacao de desempenho com outros métodos de discretizacao.

A maioria dos métodos de discretizagdo, como EWD e EFD produzem intervalos
disjuntos, onde cada valor s6 pode pertencer a um Unico intervalo. Existem, porém, métodos
que discretizam as varidveis em intervalos ndo disjuntos, como a Discretizagdo para

Aprendizagem Fuzzy (Fuzzy Learning Discretization), a Discretizagdo Fuzzy (Fuzzy
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Discretization) e a Discretizagdo ndo Disjunta (Non-Disjoint Discretization) [65]. Os
algoritmos de aprendizagem Bayesiana, no entanto, s6 conseguem lidar com intervalos
disjuntos [65] e por isso esses métodos de discretizagdo ndo sdo Uteis em nosso contexto.

Outro método de discretizacdo de aplicagdo especifica ¢ a Discretizagdo Qualitativa
Dinamica (Dynamic Qualitative Discretization), utilizada em séries temporais, uma vez que
os intervalos de discretizagdo podem mudar de acordo com os valores apresentados [65].

Um método de discretizagdo bastante interessante, mas pouco usado na pratica ¢ a
Discretizagdo Ociosa (Lazy Discretization - LD). A LD ndo discretiza os dados para o
aprendizado. Os dados sdo discretizados quando uma evidéncia ¢é apresentada. A discretizagao
¢ feita com base nos valores apresentados como evidéncia e os intervalos sao definidos de
modo que os valores apresentados fiquem no centro de um intervalo. Como o aprendizado s6
pode ser realizado ap6s a discretizagcdo e como para evidéncias diferentes intervalos diferentes
sdo definidos, sua utiliza¢do acaba se tornando extremamente lenta na pratica [65].

Como citado anteriormente a grande maioria dos métodos de discretizagdo para o uso com
BN foi elaborada com o objetivo de melhorar o desempenho das BNs como classificadores e
portanto utilizam informagdes relacionadas a varidvel a ser classificada na defini¢do dos
intervalos de discretizagao.

Alguns desses métodos se baseiam diretamente no erro de classificagdo para a defini¢ao
dos intervalos, como a Discretizagdo baseada em Erro (Error-based Discretization) [33], a
Discretizagdo Dinamica (Dynamic Discretization) [65] e a Discretizacdo de Melhoria
Interativa (Interative-improvement Discretization) [65]. Ja a Discretizacdo Sensivel a Custo
(Cost-sensitive Discretization) [65] permite que a definicdo dos intervalos seja feita baseada
numa fung¢ao custo calculada a partir dos erros de classificagao.

Outros métodos, apesar de se basearem na varidvel de classe, ndo usam o erro de
classificagdo para definir os intervalos de discretizagcdo, mas sim outros tipos de medida como
entropia, quantidade de informagdo, ou uma métrica propria, mas sempre com relacdo a
varidvel de classe. Alguns desses métodos também utilizam técnicas de agrupamento
(clustering) [44], [51] para auxiliar na definicdo dos intervalos. Exemplos desses métodos sdao
a Discretizagdo de Minimizagdo de Entropia (Entropy Minimization Discretization - EMD)
[3], [6], [16], [33], Discretizagdo Chimerge — CMD [6], [39], [61], Discretizagdo baseada em
Distancia (Distance-based Discretization — DBD) [6], [39], Discretizagdo 1-Regras (/-Rules
discretization — 1RD) [3], [16], [39] e Discretizacdo ConMerge [63].

Esses métodos objetivam o aumento da informac¢do mutua entre cada variavel e a variavel

de classe, bem como a maximizacao da precisdo preditiva.
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Em geral e particularmente quando uma rede ndo sera usada apenas para classificacao, ¢
preferivel que a discretizagao de cada variavel aumente ou preserve sua informagdo mutua
com respeito a todas as varidveis diretamente relacionadas [19].

Na descoberta de conhecimento normalmente os dados sdo analisados de uma maneira
exploratdria, onde a énfase ndo esta na precisdo preditiva, mas na descoberta de padrdes
previamente escondidos. Deste modo o critério de escolha de intervalos de discretizagdao deve
ser diferente do usado nas discretizagdes para classificadores [3].

Alguns poucos métodos de discretizagdo foram desenvolvidos seguindo essa filosofia,
como a Discretizagdo Multivariavel (Multivariable Discretization - MD)[3] e a Discretizagao
ndo Supervisionada Relativa (Relative Unsupervided Discretization - RUD) [40]. Ambas
iniciam o processo de discretizagdo usando EWD ou EFD e definem os intervalos de
discretizacdo de uma varidvel levando em conta seu relacionamento com todas as outras
variaveis. Embora ndo levem em conta os relacionamentos entre os nés, o que seria ideal, ja
sdao bem mais adequados a aprendizagem Bayesiana que os métodos desenvolvidos para
classificagdo. Esse tipo de discretizagdo sera abordado em mais detalhes no capitulo 3.

Existem ainda alguns outros métodos de discretizagdo como Discretizagdo Ordinal
(Ordinal Discretization) [18], Discretizagcdo Proporcional (Proportional Discretization — PD)
[65] e Discretizagao de Agrupamentos de média-K (K-means Clustering Discretization) [61],
[40], que sdo variagdes, versdes melhoradas ou casos especificos dos outros métodos.

Estudos comparativos feitos entre o uso de alguns desses métodos e a utilizagdo de
variaveis continuas para aprendizagem em classificadores [16], [33], [39], [61] mostram que o
erro de classificacdo ndo varia consideravelmente, que em varios casos uma rede discreta
realmente apresenta um melhor desempenho que a rede continua ou mista correspondente e
que em média a discretizagdo reduz o tempo de aprendizagem a metade [39].

Os erros de classificacdo obtidos a partir do uso de variaveis continuas e de alguns
métodos de discretizagdo na aprendizagem Bayesiana sdo apresentados nas Tabelas 2.3 e 2.4.
As bases de dados utilizadas sdo publicas e muito usadas na constru¢do e comparagdo de
classificadores de diversos tipos.

Em alguns casos, como para as bases de dados “Cleve”, “Diabetes” e “Heart”, Tabela 4.3,
todos os métodos de discretizagao testados resultaram em um erro de classificagdo menor do
que com a utilizagdo das varidveis continuas. Em outros, como para as bases “Anneal”,
“Hypothyroid” e “Vehicle”, Tabela 4.3, o erro de classificagdo foi menor com a utilizagdo das

variaveis continuas.
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Tabela 2.3: Erro percentual de classificagdo para uso de varidveis continuas e discretizadas
para varias bases de dados [16].

Base de Variaveis | EMD | 1RD | EWD

Dados Continuas
Anneal 8,35110,35( 12,80 9,68
Australian 14,641 14,35| 14,78 | 15,94
Breast 5,29| 5,58| 5,01| 5,15
Cleve 26,38120,76| 20,77 | 23,43
Crx 13,91 15,22| 14,49 15,22
Diabetes 29,16123,96| 27,60 | 26,56
German 27,701 26,00| 29,90 | 28,90
Glass 34,11 30,38 | 40,69 | 40,18
Glass2 25,801 23,33| 28,71 19,58
Heart 22,96 18,89| 17,41 | 21,48
Hepatitis 21,94 24,52 20,65 20,00
Horse-colie 15,221 14,40| 14,40 | 14,67
Hypothyroid 0,801 1,00 2,00 2,70
Iris 5,33 6,00| 6,00 4,00
Sick-euthyroid 2,30 2,701 2,60| 5,90
Vehicle 30,141 30,38 | 33,20| 31,55
Média 17,751 16,74 | 18,19 17,81

Tabela 2.4: Erro percentual de classificacdo para uso de varidveis continuas e discretizadas
para varias bases de dados [39].

Base de | Variaveis |CMD | EFD | 1RD | DBD | EMD
Dados | Continuas

Australian 15,28 14,421 14,51 13,00| 13,82 14,00
Breast 4,72 4,92 7,65|1327| 7,79| 6,37
Bupa 33,13(33,99| 43,96| 36,32 | 31,90 34,29
Glass 1,86 1,90|2243| 18,79 2,77| 2,31
Heart 22,16 20,21 22,86 20,00| 16,07 | 20,35
Ionos 9,14 894| 9,67|11,98|10,69| 9,15
Iris 4,34 5,02 8,14| 6,07|10,23| 4,25
Pima 26,221 27,31 27,86 25,17| 2291 25,21
Thyroid 8,00 891|12,69| 6,44 790| 4723
Vehicle 26,871 30,87] 31,39 28,57 29,81 29,47
Wine 6,22 792| 7,96| 6,84 7,53| 7,95
Média 14,36 | 14,95| 18,99| 16,95 14,69| 14,33

Com raras excecdes, como, por exemplo, para a base “Glass”, Tabela 2.4, as diferencas
de desempenho entre as redes geradas a partir das varidveis continuas e dos diferentes
métodos de discretizagdo foram muito pequenas.

Estudos comparativos feitos apenas entre métodos de discretizagdo [6], [40], [65], sem a

compara¢cdo com o desempenho de uma rede continua ou mista, também mostram que o
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desempenho da rede ndo varia muito com o método utilizado. Os resultados obtidos em uma

dessas comparagdes sao apresentados na Tabela 2.5.

Tabela 2.5: Erro percentual de classificacdo para uso de diferentes métodos de discretizagao
para varias bases de dados [65].

Base de Dados EWD (EFD |[EMD | LD | PD
Adult 18,2 18,61 17,3{18,1|17,1
Australian-Sign-Language 38,3| 37,7| 36,5(36,4|35,8
Annealing 38| 24 2,11 2,3 2,1
Breast-Cancer(Wisconsin) 2,50 2,6 2,7 2,6 2,7
Census-Income 245 24,5 23,6(24,6(23,3
Credid-Screening(Australia) | 15,6| 14,5| 14,5[13,9(144
Echocardiogram 29,6| 30,0 23,8(29,1|25,7
Forest-Covertype 32,4| 33,00 32,1|32,3|31,7
German 25,1 25,2 25,0(25,1|24,7
Glass-Identification 39,31 33,7| 34,9(32,0]132,6
Handwritten-Digits 12,51 13,2 13,5|12,8(12,0
Heart-Disease(Cleveland) 18,3 16,9 17,5(17,6|17,4
Hepatitis 14,3 14,2 13,9]|13,7|14,1
Horse-Colie 20,51 20,8 20,7(20,8(20,3
Hypothyroid 3,6 2,8 1,7 24| 1,8
Ionosphere 94]103| 11,1|10,8|10,4
Ipums-1a-99 21,0( 21,1| 21,3]20,4|20,6
Iris 571 7,71 68| 6,7| 6,4
Labor-Negotiation 12,3 8,9 95| 9.6 7,4
Letter-Recognition 29,51 29,8 30,4(27,9|25,7
Liver-Disorders 37,1 36,4 37,4(37,0|38,9
Multiple-Features 31,01 31,8 32,9(31,0({31,2
Musk 13,7 184 9,4(154| 82
Pima-Indians-Diabetes 249 25,6 26,0(25,4(26,0
Pionner-MobileRobot 13,5| 15,0 19,3|15,3| 4.6
Satimage 18,8 18,8| 18,1|18,4(17,8
Sonar 25,6 25,1 25,5(25,8(25,7
Vehicle 38,7| 38,8| 38,9|38,1(38,1
Wine-Recognition 33| 24| 2,6 29| 2,4
Média 20,1 20,0 19,6]19,6|18,6

Em algumas bases de dados como “Breast-Cancer(Wisconsin)”, “Heart-

Disease(Cleveland)”, “Ionosphere”, “Iris” e “Liver-Disorders”, Tabela 2.5, os métodos mais
simples, EWD e EFD se mostram mais efetivos que os outros, principalmente se for
considerada a simplicidade de sua utilizacao.

Embora alguns métodos como o EMD se mostrem menos sensiveis as diferentes bases

dados, com uma efetividade média melhor, ndo é possivel elegé-lo como o melhor método de
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discretizagdo, uma vez que para algumas bases, como “lonosphere”, “Letter-Recognition”,
“Multiple-Features” e “Pionner-MobileRobot” , Tabela 2.5 o desempenho apresentado com o
uso de EMD foi o pior do que com os outros métodos testados.

As varia¢des ndo muito significativas pelo uso de um método e outro também dificultam a
escolha de um método como sendo o melhor dentre os apresentados.

Comparando os resultados obtidos com o uso dos métodos de discretizagao a bases de
dados comuns em estudos diferentes [16], [39], [65], é possivel analisar a influéncia ndo s6
das diferentes bases, mas de diferentes procedimentos no desempenho dos métodos de
discretizagdo. A Tabela 2.6 retine os resultados das Tabelas de 2.3 a 2.5.

A varia¢ao do desempenho de um mesmo método em testes diferentes foi algumas vezes
maior que a variacdo do desempenho para métodos diferentes, como no caso da base “Vehic”,
a variacdo do desempenho do EWD entre dois testes diferentes foi de mais de 7%, Tabela 2.6,
enquanto que as variagdes entre EWD e outros métodos em um mesmo teste ndo foram

superiores a 2%, Tabelas 2.3 e 2.5.

Tabela 2.6: Erro percentual de classificacdo para uso de diferentes métodos de discretizagao
para varias bases de dados de varias referéncias.

Base |Cont.|Cont.|EMD |EMD |EMD | 1RD | 1IRD [EWD |[EWD | EFD | EFD
[16] | [39] | [16] | [39] | [65] | [16] | [39] | [16] | [65] | [39] | [65]

Breast | 5,29| 4,72 5,58| 6,37 2,7 5,01]|13,27| 5,15 2,5| 7,65 2,6

Heart | 22,96 22,16| 18,89 20,35| 17,5|17,41|20,00| 21,48 | 18,3]|22,86| 16,9

Iris 5,33| 4,34 6,00] 4,25 6,8 6,001 6,07 4,00 571 8,14 7,7

Vehic | 30,14 | 26,87 30,38 29,47| 38,9 33,20| 28,57| 31,55| 38,7|31,39| 38,8

Nesse caso especifico essa variagdo pode ser devida ao uso de uma quantidade diferente
de intervalos de discretizacdo nos dois testes, de qualquer modo, essas variagdes de
desempenho entre diferentes utilizagdes do mesmo método, que nao ocorrem somente com
EWD, mostram que o desempenho dos métodos de discretizacdo pode variar mais
dependendo de decisdes de implementagdo ou de execugdo de um mesmo método do que com
o uso de métodos diferentes.

Desse modo com base nos resultados apresentados realmente ndo ¢ possivel eleger um
dentre esses métodos como o melhor, mas ¢ possivel afirmar que até agora nenhum teste
apresentou diferengas consideraveis entre a utilizagdo dos métodos apresentados.

A maior parte das comparagdes entre os métodos de discretizagdo é feita com base no erro
de classificagdao, uma vez que grande parte das mesmas foi desenvolvida para esse contexto.

Essa, porém, ndo ¢ uma boa forma de avaliar o quanto esses métodos de discretiza¢do se
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adequam para a descoberta de conhecimento, ou seja, para a descoberta de como as variaveis
do dominio se relacionam.

Para avaliar isso € necessario que outros fatores diferentes do erro de classificacdo sejam
usados como fatores de comparagdo de desempenho.

Um estudo comparativo realizado por Bay [3] entre EMD, que apresenta um dos melhores
desempenhos em classificadores, ¢ MD, que realiza a discretizagdo baseando-se na
distribuicdo conjunta das varidveis e ndo seguindo uma métrica relativa a uma variavel de
classe, mostra que a segunda cria intervalos com maior significado semantico, ou seja, que
fazem mais sentido para as pessoas, como por exemplo separar a renda familiar em até
U$1.400,00/més, de U$1.400,00 a U$2.500,00, de U$2.500,00 a U$4.300,00, de U$4.300,00
a U$6.250,00 e acima de U$6.250,00, o que pode ser facilmente relacionado com o
entendimento de riqueza e pobreza, pelo menos para os padrdes americanos. J4 o EMD cria
intervalos em até U$3.000,00/més, de U$3.000,00 a U$17.000,00, de U$17.000,00 a
U$33.000,00 e mais 3 intervalos acima dos U$33.000,00, o que ndo tem sentido no mundo
real.

Além disso, os intervalos encontrados pelo EMD podem variar bastante dependendo da
varidvel escolhida como variavel de classe.

Alguns relacionamentos bastante expressivos encontrados com o uso de MD como, por
exemplo, entre perdas de capital elevadas e salario elevado ndo foram encontradas quando o
EMD foi utilizado [3]. Esses resultados sugerem que EMD e outros métodos de discretizagao
para classificacdo nao sdo apropriados para descoberta de conhecimento.

Uma abordagem alternativa a discretizagdo dos dados para serem usados em algoritmos de
aprendizado ¢ a discretizagdo dos dados durante o aprendizado. Essa é a proposta da
Discretizagdo do Principio de Tamanho Minimo de Descri¢ao (Minimum Description Length
Principle Discretization — MDLPD) [19]. O principio de Tamanho Minimo de Descrigao
(Minimum Description Lenght — MDL) ¢ usado em outros métodos de discretizagdo como
meétrica ou critério de parada, mas, na aprendizagem com discretizagdo esse principio € usado
para avaliar tanto a discretizagdo quanto a BN gerada pela aprendizagem. O MDL avalia as
BNs de acordo com o espaco necessario para armazenar o conhecimento adquirido. A rede
que ocupe um menor espago, em termos de armazenamento, € que possa representar o
conjunto de treinamento € considerada a melhor.

Claramente esse principio favorece discretizagdes com poucos intervalos e BNs com

poucas ligagdes, uma vez que aumentando a quantidade de intervalos e a quantidade de
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relacionamentos as tabelas de probabilidade condicional aumentam e conseqiientemente o
espago necessario para armazenar a rede também.

Na MDLPD a discretizacdao de uma variavel ¢ feita levando-se em conta o relacionamento
da varidvel com seus vizinhos na rede e ndo com a rede toda. A discretizagdo ¢ iniciada com
uma EWD e entdo cada varidvel ¢ tratada como se a discretizagdo das outras ja tivesse sido
realizada.

Em comparagdes preliminares entre MDLPD e EMD para o aprendizado de uma rede
naive-Bayes para classificagdo os resultados obtidos com EMD foram ligeiramente melhores
[19]. Mesmo quando a MDLPD pode descobrir seu proprio DAG seus resultados ndo foram
melhores do que os da EMD. A métrica usada pelo MDLPD para direcionar a busca pela
melhor rede e pela melhor discretizagdo, que procura minimizar o espaco de armazenamento e
conseqiientemente privilegia redes mais simples estd justamente abrindo mado da precisao
preditiva em favor da minimiza¢do do tamanho da descrigdo. Como o desempenho
apresentado na comparagao com uma rede simples como a naive-Bayes ja foi inferior ao
EMD, os resultados em comparagao com redes mais complexas devem ser ainda piores.

Podemos concluir entdo que apesar da existéncia de varios métodos de discretizagdo
poucos se adequariam para a aprendizagem Bayesiana para descoberta de conhecimento e ndo
a construcao de um classificador Bayesiano. Dos varios métodos propostos apenas a MD e a
RUD se baseiam no relacionamento entre as variaveis como um todo € nao com relagdo a uma
unica variavel de classe.

No capitulo 3 um novo método de discretizagdo € proposto e comparado ao cerne comum
da MD e da RUD e no capitulo 6 sdo apresentados resultados comparativos entre o método

proposto € EFD.
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3. Proposta de Solucao

No capitulo 2 foram apresentados varios métodos de discretizacdo que ndo se adequam a
aprendizagem Bayesiana para descoberta de conhecimento. Como a discretizagdo pode
justamente esconder os padrdes que poderiam ser aprendidos, € necessario que o processo de
discretizac¢do preserve ao maximo esses relacionamentos.

Nesse capitulo sera apresentado um método de discretizagdo; denominado Discretizagao
via Tabela de Probabilidades — DTP, baseado nas relagdes das variaveis com seus sucessores
e nas tabelas de probabilidade condicional.

O processo proposto ¢ intercalado com a aprendizagem, mas ndo interage diretamente
com ela, como no caso da DMDLP.

Inicialmente as varidveis sdo discretizadas por EWD ou EFD e os intervalos resultantes
desse processo sdo entao unidos pela DTP. Para a avaliagdo dos intervalos que devem ou ndo
ser unidos foi definida uma métrica, denominada Diferenca Média Quadratica — DMQ.

A DMQ entre dois intervalos, pode ser interpretada como sendo o Erro Médio Quadratico
das probabilidades condicionadas pelo primeiro intervalo, considerando-se que as
probabilidades condicionadas pelo segundo intervalo estdo corretas.

Intuitivamente pode-se interpretar a DMQ como sendo a diferenga entre as probabilidades
condicionadas pelos dois intervalos sendo analisados. Um valor de DMQ proximo de zero
indica que os intervalos condicionam probabilidades muito proximas e portanto podem ser
unidos sem que a BN resultante perca informagao sobre o relacionamento entre as varidveis.
Valores de DMQ elevados indicam que os intervalos condicionam probabilidades
consideravelmente distintas e portanto a unido desses intervalos poderia acarretar a perda de
relacionamentos entre as variaveis.

Calculo da Diferenca Média Quadratica:

Caso 1: N6 4 com p intervalos, {ai, as, ..., a,}, € um sucessor B que tenha apenas 4 como
antecessor e n intervalos, {by, by, ... , b,}:

A diferenca média quadratica, DMQ(ay, a;, B) , entre os intervalos a; e a; com relagdo a

variavel B sera:

b
2
DMO(ay,, a3, B) = }2 D B(B=bi| A=) -P(B=b;| A=a;)] G.1)
i=1
Caso 2: N6 4 com p intervalos, {ai, az, ... , a5}, € um sucessor C que tem n intervalos, {ci,

¢, ..., Cn}, € dois antecessores 4 e B, B com m intervalos, {by, by, ..., by}:
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A diferenga média quadratica, DMQ(ay, a;, C) , entre os intervalos a; € a; com relacao a

variavel C sera:

1

R
i

M
ME

DO ey, a7, 00 = [PiC=cy| 8=, A=ay )-P(C=cy| B=by, A= .:1;)] (3.2)

I
—

1

Caso geral: N6 4 com um sucessor Z que tem n antecessores:

J

A féormula da diferenga média quadratica terd a mesma forma, com n somatorios e cada
probabilidade condicional estard condicionada as n variaveis.

Podemos ainda no lugar da Diferenca Média Quadratica usar a Diferenca Média
Quadratica Ponderada - DMQP entre as probabilidades condicionais. Essa ponderagdo ird
fazer com que as diferencas das probabilidades condicionais que afetam uma maior
quantidade de tuplas no conjunto de aprendizagem tenham um peso maior na composi¢ao da
diferenca. O calculo ¢ o mesmo da Diferenca Média Quadratica com exce¢do de uma
ponderacdo aplicada a cada termo da somatoria.

Calculo da Diferenca Média Quadratica Ponderada:

Caso 1: N6 4 com p intervalos, {ai, as, ..., a,}, € um sucessor B que tenha apenas 4 como
antecessor e n intervalos, {by, by, ... , b,}:

A diferenca média quadratica ponderada, DMQP(a, a;, B) , entre os intervalos a; € a;com

relacdo a variavel B sera:

M
2
DMOFP (a2, B) = }2 2 [FlB=0i|A=ap) -P( B =8 | A= )] P( B =) (3.3)
i=1
Caso 2: N6 4 com p intervalos, {ai, aa, ... , a5}, € um sucessor C que tem n intervalos, {ci,
ca, ..., Cn}, € dois antecessores 4 € B, B com m intervalos, {b, ba, ..., by }:

A diferenca média quadratica, DMQ(ay, a;, C) , entre os intervalos a; € a; com relagdo a

variavel C sera:

HOM

DMOP(a, =E:nj-,ﬂ=czk}—P(C=cl-|5’=bj,ﬂ=czf}]%P(g=bj.,r:f:¢!.] (3.4)

Caso geral: N6 4 com um sucessor Z que tem n antecessores:

A formula da diferenca média quadratica ponderada terd a mesma forma, com n
somatorios, cada probabilidade condicional estara condicionada as n varidveis e a
probabilidade de ponderagdo também tera n varidveis.

Quando a varidvel sendo analisada tiver mais de um sucessor ¢ necessario que as DMQs
relativas a cada sucessor sejam combinadas em uma tunica DMQ. Para tanto ¢ usada a norma

euclidiana das DMQs com relacdo a cada sucessor. A formula da DMQ poderia ser
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generalizada para contemplar essa combinacao, mas seu calculo fica mais claro e mais facil de
ser implementado se for realizado em duas etapas.

Tanto a DMQ quanto a DMQP foram definidas para quaisquer pares de intervalos a; € a;.
Em um caso mais geral essa métrica pode ser usada para, por exemplo, unir categorias de uma
variavel qualitativa, mas no caso de discretizagdo de varidveis continuas, a discretizacao

define intervalos de variacao e, portanto, apenas intervalos adjacentes podem ser unidos.

Descriciao dos passos da Discretizaciao via Tabela de Probabilidades - DTP:

- Discretizar todas as variaveis continuas usando EWD ou EFD.

- Utilizar um algoritmo de aprendizagem Bayesiana ¢ gerar a BN que mais se adequa
aos dados assim discretizados. Marcar os nos discretizados por EWD ou EFD como
ndo processados € 0s nos que ja eram discretos como processados.

- Para os nds folha, ou seja, para os noés que ndo tem sucessores, marcados como ndo
processados unir intervalos adjacentes e refazer a aprendizagem. Repetir esse processo
de unido de intervalos enquanto os relacionamentos entre os nds folhas e seus
antecessores se preservarem ou até que um numero determinado de intervalos seja
atingido.

- Repetir até que todos os nos discretizados tenham sido processados:

o Selecionar apenas os ndés marcados como ndo processados cujos sucessores ja
estejam marcados como processados.
o Para cada né selecionado, repetir até que nenhum par de intervalos possa ser
unido:
* Tomar as tabelas de probabilidade condicional de cada um de seus
sucessores e calcular a Diferenca Média Quadratica, ou a Diferenca
Média Quadratica ponderada das probabilidades condicionais entre
cada intervalo e os intervalos adjacentes.
= Unir os pares de intervalo cuja diferenca média quadratica seja menor
que um certo valor absoluto ou relativo, definido externamente. Esses
valores podem ser uma fun¢do da quantidade de intervalos da variavel.
= Refazer a aprendizagem Bayesiana e tentar unir intervalos novamente.

- Caso a quantidade de intervalos das variaveis discretizadas ainda seja muito grande

elas podem ser marcadas novamente como nio processadas e o processo de unido de

intervalos pode ser repetido.
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Exploraremos a seguir um exemplo numérico para ilustrar o método proposto e compara-
lo com a filosofia dos métodos MD e RUD.

Os trés métodos partem de uma discretizagdo mais simples como EWD ou EFD e depois
tentam unir os intervalos. As métricas para unido dos intervalos também sdo parecidas, pois
todas se baseiam na distribuicdo de probabilidade condicional ou conjunta. A grande
diferenca estd no fato da discretizagdo proposta, além de se basear nas probabilidades
condicionais, discretizar as variaveis na seqiiéncia inversa de dependéncia, enquanto que os
outros dois ndo se preocupam com a seqiiéncia de discretizacao.

Nesse exemplo iremos analisar o quanto a seqii€ncia de discretizagdo pode influenciar nos
resultados, em outras palavras, estaremos comparando métodos como MD e RUD que nao
definem uma seqiiéncia de discretizagdo com a DTP proposta que discretiza os n6s em uma
ordem definida pelo DAG da BN gerada inicialmente. Para tanto iremos usar a mesma
métrica, diferenga média quadratica, e variar apenas a seqiiéncia de discretizacdo. No uso de
MD ou RUD a métrica seria um pouco diferente, mas as diferencas causadas pela ordem de

discretiza¢dao dos nos continuariam existindo.

Exemplo Ilustrativo:

O dominio do problema ¢ composto por 3 variaveis, 4, B e C, onde 4 e B sdo variaveis
continuas e C ¢ uma varidvel discreta que pode assumir apenas 2 valores.

Inicialmente as variaveis 4 e B sdo discretizadas em 10 intervalos por EWD ou EFD. O
conjunto de dados ¢ entdo utilizado na aprendizagem Bayesiana resultando no DAG da figura

3.1 e nas probabilidades condicionais das tabelas 3.1 e 3.2.

Figura 3.1: DAG do exemplo de discretizacao.
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Tabela 3.1: Probabilidades condicionais de C em relagdo a B. Cada célula da tabela representa
a Probabilidade da varidvel C estar no intervalo correspondente a linha dado que a variavel B
esta no intervalo correspondente a coluna. Por exemplo, o valor 0.9 na ultima célula da tabela
corresponde a P(C = ¢, | B = byp).

by | by | b3 | bs| bs | bs | b1 | bg | by | bio
¢ 10.9[0.9[0.8/0.8/0.5510.45({0.2/0.2/0.1| 0.1
¢ [0.110.110.2{0.2{0.45]0.55{0.8/0.8(0.9| 0.9

Tabela 3.2: Probabilidades condicionais de B em relagdo a 4. Cada célula da tabela representa
a Probabilidade da varidvel B estar no intervalo correspondente a linha dado que a variavel 4
estd no intervalo correspondente a coluna. Por exemplo, o valor 0.10 na 0ltima célula da
tabela corresponde a P(B = by | 4 = ajy).

al ap as as as as ar as ag | aio
by | 0.10] 0.04]0.08]0.06/0.1310.06] 0.06]0.08]0.12]0.18
b, | 0.02] 0.04{0.08]0.06]0.06]0.13| 0.06{0.08{0.12{0.10
b | 0.02] 0.04]0.08]0.06]|0.0810.06]| 0.06{0.08{0.12]0.10
by | 0.02] 0.04]0.08]10.14]0.05]0.07] 0.14[0.08{0.12]0.10
bs | 0.15] 0.20]0.20]0.25]0.15]0.15] 0.25[0.20{0.18[0.13
bs | 0.25] 0.2010.20]0.15]0.25]0.25] 0.15[0.20{0.18]0.23
b7 | 0.13] 0.11]{0.07[0.05]{0.06]0.05| 0.13{0.07{0.04{0.02
bg | 0.13] 0.11]0.07]0.05]0.12]0.05]| 0.05{0.07{0.04{0.02
by | 0.13] 0.11]0.07]0.05]0.05]0.12] 0.05[0.07{0.04{0.02
bip | 0.05] 0.11{0.07]{0.13]0.05/0.06| 0.05[0.07{0.04{0.10

Ap6s a discretizagdo inicial, os nds 4 e B que foram discretizadas por EWD ou EFD estdo
marcados como ndo processados € o nd C, que representa uma variavel que ja era discreta,
estd marcado como processado.

O método proposto, DTP, inicia a unido dos intervalos pelo ndé B, uma vez que ¢ o Gnico
né marcado como ndo processado, cujos sucessores estdo marcados como processados. Para
esse exemplo os intervalos serdo unidos até que cada variavel tenha apenas 3 intervalos.
Estamos usando uma DMQ absoluta de 1.0 para mais de 3 intervalos e uma DMQ absoluta de
0.0 para 3 intervalos ou menos.

Calculando a DMQ de cada intervalo para o seguinte teremos os valores de DMQ da

tabela 3.3.

Tabela 3.3: DMQ das probabilidades condicionadas pelos intervalos de B.
bi-by | by-b3 | b3-ba | ba-bs | bs-bs | be-b7 | bs-bs | bs-by | bo-big
DMQ 0.0/ 0.01 0.0[0.0625| 0.01[0.0625| 0.0| 0.01 0.0
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Por esses resultados os intervalos b; € b, serdo unidos em um unico intervalo, o0 mesmo
acontecendo para os intervalos b3 € ba; bs € be; b7 € bg; € bg € bjp. ApOs essa unido € uma nova

aprendizagem temos as probabilidades condicionais da tabela 3.4.

Tabela 3.4: Probabilidades condicionais de C em relagdo a B ap6s a primeira unificagdo de
intervalos de B.

bia | b3a | bse | b1s | boro
Ci 09] 08] 05|02 0.1
¢ [0.1102]05]08] 0.9

Calculando mais uma vez os valores de DMQ teremos a tabela 3.5.

Tabela 3.5: DMQ das probabilidades condicionadas pelos intervalos de B apds a primeira
unifica¢do de intervalos de B.

bip-b3s | b3a-bss | bse-brs | brs-boro
DMQ 0.01 0.09 0.09 0.01

Os intervalos b, € b3y serdo unificados, 0 mesmo acontecendo para os intervalos b7z €

bo10. Apds uma nova aprendizagem teremos as probabilidades de tabela 3.6.

Tabela 3.6: Probabilidades condicionais de C em relacdo a B apds a segunda unificacdo de
intervalos de B.

bi234| bse | bgo10
c1 [0.8510.50] 0.15

c; 10.1510.50] 0.85

Calculando mais uma vez os valores de DMQ teremos a tabela 3.7.

Tabela 3.7: DMQ das probabilidades condicionadas pelos intervalos de B apods a segunda
unificagdo de intervalos de B.

b1234- bss | bse-brg910
DMQ 0.1225 0.1225

Como nenhum par de intervalos pode ser unido, devido aos valores da DMQ, a unificacdo
dos intervalos de B esta terminada e serd iniciada a unificagdo dos intervalos de A. Para tanto
¢ necessario analisar as probabilidades condicionais de B dado 4 apo6s a unificacdo dos

intervalos de B, que sdo apresentados na tabela 3.8.
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Tabela 3.8: Probabilidades condicionais de B em relagcdo a 4 apos a unificagdao dos intervalos
de B.

al a as ay as dae ar asg ag | aio
birza | 0.16] 0.1610.3210.3210.32]0.32| 0.32(0.32{0.48(0.48
bsg 0.40] 0.4010.4010.40]10.40]0.40| 0.40{0.40{0.36{0.36
brgo10| 0.4410.44]0.2810.28(0.2810.28 | 0.28]0.28(0.16]0.16

E facil verificar visualmente que a DMQ entre a; e a; serd zero, 0 mesmo ocorrendo para
a DMQ entre as, as, as, ag, a7 € ag e quaisquer unificacdes de intervalos desse subconjunto; e
para a DMQ entre ay € ajo.

Os intervalos da variavel 4 serdo entdo a2, asase7s € ag1o. E as probabilidades condicionais

de B dado 4 sdo as da tabela 3.9.

Tabela 3.9: Probabilidades condicionais de B em relagdo a 4 apds a unificacdo dos intervalos
de Bede A.

a1z | as4s678 | 4910

biaza | 0.16( 0.32(0.48
bsg 0.40| 0.40]0.36
brso10| 0.44| 0.28(0.16

Se os outros métodos iniciassem a discretizacdo também pela varidvel B teriamos o
mesmo resultado, vamos analisar entdo quais seriam os intervalos e as probabilidades
condicionais caso a unificagdo dos intervalos fosse iniciada pela variavel 4 ao invés da
variavel B.

Calculando a DMQ a partir das probabilidades da tabela 3.2 teriamos as DMQ

apresentadas na tabela 3.10.

Tabela 3.10: DMQ das probabilidades condicionadas pelos intervalos de 4.
a-as ar-as as-a4 as-ds as-de de-aq ar-as As- a9 ag-dio
DMQ | 0.0015| 0.0013| 0.0015| 0.0045| 0.0021| 0.0041| 0.0015| 0.0011| 0.0015

Os intervalos a; e a3 seriam unidos em um unico intervalo, o mesmo acontecendo para os
intervalos ag € ag. Apds essa unido e uma nova aprendizagem teriamos as probabilidades

condicionais da tabela 3.11.
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Tabela 3.11: Probabilidades condicionais de B em relacdo a 4 apos a primeira unificagdo dos

intervalos de 4.

aj azs aq as as az asy aio
b, 0.10] 0.06{0.06{0.13{0.06| 0.06(0.100]0.18
b, | 0.02] 0.06[/0.06|0.06{0.13| 0.06|0.100]0.10
b; 0.02] 0.0610.06|0.08|0.06| 0.06]0.100|0.10
by | 0.02] 0.06/0.1410.05]0.07] 0.14{0.100(0.10
bs 0.15] 0.20]0.25]0.15]0.15] 0.25]0.190]0.13
be 0.25] 0.20]0.15]0.25]0.25] 0.15]0.190]0.23
b; | 0.13] 0.09[0.05]0.06{0.05| 0.13]0.055]0.02
bg 0.13] 0.0910.05]|0.1210.05| 0.05]0.055]0.02
by | 0.13] 0.09(0.05]0.05]0.12] 0.05]0.055(0.02
bip | 0.05] 0.09]0.13]0.05[{0.06| 0.05]0.055]0.10

As tabelas de 3.12 a 3.19 mostram as DMQs e as probabilidades condicionais de cada

passo da unificacdo dos intervalos de 4.

Tabela 3.12: DMQ das probabilidades condicionadas pelos intervalos de 4 apos a primeira

unifica¢do dos intervalos de 4.

a-azs

ans3-a4

aas-as

as- dg

ae-ag ar-asg

agoe-aio

DMQ

0.0018

0.0018

0.0045

0.0021

0.0041| 0.0017

0.0017

Tabela 3.13: Probabilidades condicionais de B em relagdo a 4 apos a segunda unificacdo dos

intervalos de 4.

ai an34 as ae as aso10
b, 0.10] 0.060]0.13(0.06| 0.06|0.127
b, | 0.02]0.060]0.06]0.13| 0.06|0.100
b; 0.02] 0.060]0.080.06| 0.06|0.100
by | 0.02]0.087]0.05]0.07| 0.14]0.100
bs | 0.15]0.216{0.15]0.15| 0.25[0.170
be | 0.25]0.183]0.25]10.25] 0.15]0.204
b; | 0.13]10.077|0.06|0.05] 0.13]0.043
bg | 0.13]10.077[0.12]0.05| 0.05]0.043
by | 0.13]0.077|0.05]0.12] 0.05]0.043
bip | 0.05]0.103]0.05]0.06| 0.05]0.070

Tabela 3.14: DMQ das probabilidades condicionadas pelos intervalos de 4 apos a segunda

unificacdo dos intervalos de 4.

a|-dans4

a34-ds

as- dg

de-ag ar-agono

DMQ

0.00295] 0

00212

0.00206

0.00412] 0.00265
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Tabela 3.15: Probabilidades condicionais de B em relagdo a 4 apds a terceira unificacao dos

intervalos de 4.

aj azs4 ase az as9i10
b, 0.10] 0.060]0.095| 0.06(0.127
b, | 0.02]0.060[0.095| 0.06|0.100
b3 0.02] 0.060]0.070| 0.06|0.100
by | 0.02]0.087] 0.06| 0.14[0.100
bs 0.15] 0.216]0.150| 0.25]0.170
be 0.25] 0.183]0.250| 0.15]0.204
b; | 0.13]0.077{0.055| 0.13]0.043
bg 0.13] 0.07710.085| 0.05]0.043
by | 0.13]0.077]10.085| 0.05]0.043
bip | 0.05]0.103[0.055| 0.05]0.070

Tabela 3.16: DMQ das probabilidades condicionadas pelos intervalos de 4 apos a terceira
unificacdo dos intervalos de 4.

a|-dans4

a34-dse

ase-aj

ar-dgaio

DMQ| 0.00295

0.00151

0.00371

0.00265

Tabela 3.17: Probabilidades condicionais de B em relagdo a 4 apds a quarta unificagao dos

intervalos de 4.

al a23456 aj ag910
b, 0.10] 0.074] 0.06|0.127
b, | 0.02]0.074| 0.06]0.100
b; 0.02] 0.064| 0.06(0.100
by | 0.02]0.076| 0.14]0.100
bs | 0.15]0.190| 0.25]0.170
be | 0.25]0.210]| 0.15]0.204
B7 1 0.13]10.068| 0.13(0.043
bg | 0.13]0.080| 0.05]0.043
by | 0.13]0.080| 0.05]0.043
bio | 0.05]0.084]| 0.05]0.070

Tabela 3.18: DMQ das probabilidades condicionadas pelos intervalos de 4 apds a quarta
unificacdo dos intervalos de 4.

a1-d3456

a3456-a7

ar-dgaio

DMQ

0.00219

0.00185

0.00265
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Tabela 3.19: Probabilidades condicionais de B em relagdo a A apds a quinta unificagao dos
intervalos de 4.

al a234567 | 48910

by | 0.10] 0.0720.127
by | 0.02] 0.072]0.100
bz | 0.02] 0.063/0.100
by | 0.02] 0.087[0.100
bs | 0.15]0.200(0.170
bs | 0.25] 0.200]0.204
b7 | 0.13] 0.078]0.043
bg | 0.13] 0.075[0.043
by | 0.13] 0.075[0.043
bip | 0.05] 0.078]0.070

Analisando os intervalos de B, as unificagdes seriam as mesmas encontradas
anteriormente, e¢ ap6s a unificacio dos intervalos de B e uma nova aprendizagem as

probabilidades de B dado 4 seriam as da tabela 3.20.

Tabela 3.20: Probabilidades condicionais de B em relagdo a 4 apos a unificacdo dos intervalos
de 4 e de B.

a1 | a234567 | A8910
birsa | 0.16] 0.293[0.427
bss | 0.40| 0.400(0.373
bisoro| 0.44| 0.307(0.200

Comparando os intervalos obtidos para a variavel 4 e as tabelas 3.20 e 3.9 notamos que
apenas para valores pertencentes ao intervalo a; as probabilidades condicionais se
mantiveram. A tabela 3.21 mostra a diferenca entre as probabilidades condicionadas por cada
um dos 10 intervalos originais de 4 para as duas abordagens. A tabela 3.22 mostra a variagao

percentual de cada probabilidade condicional.

Tabela 3.21: Diferenga entre as probabilidades de B dado 4 para as 2 abordagens.
al az as as as as ar as ag alo
biza | 0]0.133]10.027]0.027{0.027]0.027{0.027 [0.107 [ 0.053 [ 0.053
bse 0 0 0 0 0 0 010.027]10.013]0.013
b7g910] 0]0.133]0.027]0.027/0.027]0.027]0.027 [0.080 | 0.040 | 0.040

Tabela 3.22: Variacdo percentual entre as probabilidades de B dado 4 para as 2 abordagens.

ai ay aszaay as ag € djo
b1234 0% 83% 8.4% 33% 11%
bse 0% 0% 0%]| 6.7%| 3.6%
b73910 0% 30% 9.6% 29% 25%
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Em particular a discretizagdo das variaveis fora da ordem inversa de dependéncia fez com
que a probabilidade do valor de B estar no intervalo bj34 dado que o valor de 4 esta no
intervalo a, subisse de 16% para 29.3%. Ao mesmo tempo a probabilidade do valor de B estar
no intervalo b7g919 dado que o valor de 4 est4 no intervalo a, caiu de 44% para 30.7%.

Em casos mais complexos, com um nimero grande de varidveis e muitas dependéncias o
efeito da ordem de discretizacdo podera ser ainda mais pronunciado. Desse modo o
desempenho do método proposto, DPT, serd melhor ou no minimo igual ao desempenho de
métodos que ndo se preocupam com a ordem de discretizagdo das variaveis.

No Capitulo 4 sera introduzido um sistema que serd usado na comparagdo de resultados
entre 0 método proposto € o método EFD, no Capitulo 5 sdo apresentados os detalhes de

implementag¢ao e os procedimentos realizados e os resultados sdo apresentados no Capitulo 6.
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4. Exemplo de Aplicacao

4.1. Introducao

Conforme visto no capitulo 2, a grande maioria das comparacdes entre os métodos de
discretizagdo ¢ feita através do uso das BNs como classificadores, mas essa comparagao nao
se mostra adequada para os métodos de discretizagdo que nao tem como objetivo melhorar o
desempenho em classificagdo.

Uma vez que simples interpretagdo dos intervalos gerados e dos relacionamentos
encontrados ¢ uma medida subjetiva, ¢ necessdria uma outra maneira de comparar o
desempenho das redes construidas a partir de diferentes métodos de discretizacao.

Levando em conta a capacidade de uma BN de poder calcular as probabilidades de
qualquer uma das variaveis apresentada uma evidéncia de todas as outras, podemos abstrair
uma BN como sendo um conjunto de classificadores [38]. Usando a BN para classificar varias
variaveis ao invés de apenas uma, estaremos explorando melhor o conhecimento adquirido
pela aprendizagem Bayesiana e ndo apenas a efetividade de classificacdo. Para avaliar o
desempenho do método de discretizagdo proposto € necessario entdo que utilizemos a BN
construida para classificar varias varidveis e ndo apenas uma.

Nao héa nenhum relato de uso de BNs nesse tipo de tarefa, desse modo fez-se necessaria a

constru¢do de um novo tipo de aplicagdo para as BNs, a triagem para valida¢ao de dados.

4.2. Validac¢ao de Dados

A validagdo de dados pode ser definida como a inspecdo de todos os dados coletados
segundo sua integralidade e aceitabilidade, e a eliminagao de valores errados [2].

A validagdo de dados pode ser manual ou automatizada, sendo a segunda preferivel em
alguns casos devido a maior velocidade e confiabilidade dos computadores em comparagao a
operadores humanos, entretanto uma revisao manual sempre € recomendavel [2]. Desse modo
um sistema de validagdo de dados age, em conjunto com um validador humano, para garantir
a validade dos dados [15].

A validagdo automatizada pode ser dividida em duas etapas: triagem e verificagdo [2]. A
triagem consiste na identificacdo de dados suspeitos, que podem ser apenas questiondveis ou
estarem realmente errados. Essa etapa da validagdo pode ser totalmente automatizada e resulta

na sele¢do ou ordenacao dos dados suspeitos.
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Como um dado suspeito pode ou ndo estar errado ¢ necessario que seja feita uma
verificacdo manual de cada um deles. A partir dessa verificacao ¢ tomada a decisdao de validar
o dado, invalidar o dado ou substitui-lo por um dado valido.

Quando se tem um bom conhecimento sobre o problema em questdo, principalmente sobre
os valores que os dados podem assumir e sobre seu comportamento alguns métodos simples
podem ser usados para a triagem dos mesmos, como, por exemplo, o teste de faixa, o teste de
relagdo e o teste de variacao [2].

O teste de faixa consiste em identificar como suspeitos os dados cujos valores estejam
fora de uma faixa considerada normal, mas para que isso seja feito € necessario que se tenha
conhecimento sobre qual a faixa de valores esperada.

O teste de relagdo identifica como suspeitos os dados cujos valores deveriam se relacionar
com outros dados de uma determinada forma que ndo ocorre. Quando temos conhecimento
sobre leis fisicas, por exemplo, que relacionam dois dados, ¢ possivel valida-los usando essas
leis como base para o teste de relagao [21].

E o teste de variacdo identifica como suspeitos os dados cujos valores apresentam uma
variagdo fora do esperado de uma coleta para outra. Se os dados estdo se referindo a uma
grandeza continua esse método pode ser usado, mas se as grandezas representadas pelos
dados ndo apresentam uma continuidade qualquer variacao pode ocorrer de uma coleta para
outra.

Como nem sempre tais conhecimentos estdo disponiveis faz-se necessario um método de

triagem que independa desses fatores.

4.3. Caso de Estudo

O IPV, localizado no Centro Técnico Aeroespacial em Sao José dos Campos — SP ¢
responsavel por diversas estacdes coletoras de dados espalhadas pelo territério brasileiro;
nessas estagoes, diariamente, sdo coletados, calculados e armazenados centenas de dados
relacionados a prote¢ao ao voo.

O grande problema com relagdo a esses dados, porém, ndo ¢ sua utilizacdo, mas sim sua
validagdo, ou melhor, sua falta de validag@o. De hora em hora sdo registrados os valores de 32
variaveis de interesse, entre elas velocidade do vento, diregdo do vento, visibilidade, pressao
atmosférica, temperatura, umidade relativa do ar, altitudes das camadas de nuvens, etc. A
coleta, calculo e registro das informagdes sdo feitas manualmente, através da leitura manual

de sensores e da avaliagdo humana das condigdes atmosféricas. Os dados coletados sdo
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inicialmente anotados em uma ficha e posteriormente inseridos em um banco de dados, com a
identificacao da estagdo coletora, do ano, més, dia e hora da realizagdo da coleta de dados.

Por ano em cada estacdo sdo realizadas, portanto, em média 8.766 coletas dos valores de
32 variaveis de interesse, totalizando em média 280.512 dados coletados por ano em cada
estacao.

O IPV ja utiliza uma grande quantidade de pessoal na manutengdo das estagcdes coletoras,
na coleta dos dados e em sua insercdo em banco de dados, ndo podendo dispor de esforco
humano suficiente para uma validacdo exaustiva dos dados, ainda mais se for considerada a
utilizagdo de métodos de validacdo redundante onde mais de uma pessoa realiza a verificacao
dos mesmos dados [42], [64].

Desse modo € necessario um método de validagcao de dados que demande um esforgo bem
menor que a verificacdo de todos os dados inseridos no banco.

Um exemplo do banco de dados do IPV ¢ mostrado nas Figuras 4.1, 4.2 e 4.3 ¢ os

significados dos campos sdo apresentados na Tabela 4.1.

DIRYEMTO|WELYENTO|RaJaDa] TOTHUVE M| vISIB | GFE | aFF | amMH |BSECD |BUMIDO
10 4 0 5/ 1000 1011.5 1011,90002441406 1011,90002441 405 |23, 7000007529395 22
] ] 0 5| 1000/1011,70001 220703 | 1012,09397558554 1012,09997553554 24| 22,2939996185303
11 4 0 8| 400/1006.59997550594 1007 1007 25| 23,600000351 4697
18 4 i 8| 200/1006,20001 220703 1008,59997558554 1008,59997553554 | 25,7939992370605 | 24, 2000007623395
a0 B 0 E| 900/1006,40002441406  1008,79395779297 1006, 79995779247 25| 23,793999237 0605
12 B 0 7| 1500|1006, 40002441406 | 1006,79398779297 1006, 79998779297 | 25 G00000351 4697 245
a0 5 i 7| 1500|1007, 79998779297 1008,20001220703 1008,20001220703 |25 6000003514697 | 24,29359392370605
9 & i 7| 1500|1008, 79398779297 | 1009,20001220703 100920001 220703 24 600000351 46497 ]
29 10 0 7| 2000|1010,09397558534 1010,5 10110,20001 220703 25 BOO0003514697 | 23, 2000007629395
B B 0 7| 1200 10055 1005,90002441406 1005,90002441406 31,2000007629395 | 24,100000351 4697
7 10 i 7| 1200/1006,70001 220703 | 1007 09997558554 1007,09997553554 |26, 2000007629395 | 22, 2000007623395
12 5 0 g 200 1004 | 1004,40002441405 1004, 40002441406 | 27, 3339396185303 24
g 3 0 &/ 1500 10135 1013,90002441406 | 1013,90002441406 25,3999995185303 | 22,7939992370605
7 & i &/ 1000/1011,09997558594 1011 5 1011,03957550594 | 23 2999396185303 225
27 7 0 7| 4001006, 53397550594 1007 1007 | 25,8999995185303 | 23799999237 0605
a0 4 0 g a0 1013 1013, 40002441406 | 1013 40002441405 25,7999992370605 | 23,3999396185203
0 g 0 7| 1500 10115 1011,30002441406 1011,90002441406 27,3999996155303 | 22,3939996125303
24 10 i 7| 600/1009.09397555594 10035 10095 25,2000007629395 ]
9 4 0 7| 800/1006,79998779297 1007,20001220703 1007,20001 220703 |23,39399951 85303 | 22, 2000007629395
] ] 0 8| 1200/1014,79998779297  1015,20001220703 1015,20001 220703 |20,7939392370605 | 20,3939396155303
14 & i 7| 1500|1018 40002441406 | 1018,79398779297 1018 79998779257  23,2000007629395 215
11 g 0 7| 1000/1008,70001 220703 | 1009,09397558554 1009,09997553554 |23, 6000003514697 | 21,3939396155303
27 3 0 7| 2000|1007,79998779297 | 1008,20001220703 1008,20001 220703 |23,2000007629395 | 23600000351 4697
7 3 0 7| 20001006,53997558594 1007 1007 29,2000007629395 | 24,2000007629395
] q i 7| 2000/1004.40002441406 | 1004,79998779297 1004,79990779257 27| 22 £00000351 4647
3 g 0 7| 1200/1012 40002441406 | 1012,79398779297 1012, 79998779297 | 25,2999992370605 215
] ] 0 8| 1700/10714,70001 220703 | 1015,09397558554 | 1015,09997553554 26| 20,793999237 0605
Figura 4.1: Base de Dados do IPV, variaveis de 1 a 10.
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Tabela 4.1: Significados dos campos da Base de Dados do IPV.
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Campo Significado

DIRVENTO Diregao do vento

VELVENTO Velocidade do vento

RAJADA Velocidade de rajadas de vento

TOTNUVEM Cobertura de Nuvens no céu

VISIB Visibilidade

QOFF Pressdo atmosférica

OFF Pressao ao nivel do mar

ONH Pressdo para ajuste em voo

BSECO Temperatura medida em termOometro de bulbo seco
BUMIDO Temperatura medida em termometro de bulbo imido
PO Temperatura do ponto de orvalho

UR Umidade relativa do ar

DIFPRESSAO Variacdo de pressdo atmosférica

T Tendéncia do comportamento da pressdo atmosférica
PRECIP Quantidade de chuva

CGT Condi¢des Gerais de Tempo

QOTDNUVEM1I Cobertura de nuvens na 1°. camada de nuvens
TIPONUVEM1 Tipo de nuvens da 1. camada

DIRNUVEM]I Diregédo das nuvens da 1°. camada
ALTNUVEMI Altitude da 1°. camada de nuvens
OTDNUVEM?2 Cobertura de nuvens na 2°. camada de nuvens
TIPONUVEM?2 Tipo de nuvens da 2°. camada

DIRNUVEM? Dire¢do das nuvens da 2°. camada
ALTNUVEM?2 Altitude da 2°. camada de nuvens
QOTDNUVEM3 Cobertura de nuvens na 2°. camada de nuvens
TIPONUVEM3 Tipo de nuvens da 2°. camada

DIRNUVEM3 Direcdo das nuvens da 2°. camada
ALTNUVEM3 Altitude da 2°. camada de nuvens
OTDNUVEM4 Cobertura de nuvens na 2°. camada de nuvens
TIPONUVEM4 Tipo de nuvens da 2°. camada

DIRNUVEM4 Dire¢do das nuvens da 2°. camada
ALTNUVEMA4 Altitude da 2°. camada de nuvens

4.4. Proposta de Solucao

A proposta de solucdo para esse problema ¢ a construcdo de uma rede Bayesiana a partir

dos dados nao validados e sua utilizagdo na triagem dos mesmos.

Estaremos fazendo a triagem dos dados usando um teste de relagdo, mas ao invés de um

especialista no dominio do problema criar as regras de relacionamento elas estardo sendo

aprendidas pelo algoritmo de aprendizagem Bayesiana. Caso o método de discretizagao

preserve os relacionamentos entre os dados teremos um desempenho melhor do que se o
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método de discretizagdo os destruisse. Desse modo, de acordo com a efetividade da triagem
poderemos avaliar o desempenho do método de discretizagao.

Apresentando os valores de todas os variaveis menos uma como evidéncia, teremos as
probabilidades da varidvel ndo apresentada assumir cada um de seus possiveis valores.
Tomando a probabilidade dela assumir o seu valor apresentado teremos a probabilidade desse
valor estar em concordancia com a evidéncia, ou em outras palavras a probabilidade desse
valor ser valido. Quanto menor o valor dessa probabilidade mais suspeito ¢ o valor
apresentado. Esse processo ¢ feito para cada uma das varidveis do registro, podemos imaginar
que estamos classificando cada um dos valores do registro como verdadeiro ou falso.
Podemos tomar entdo a menor dessas probabilidades como a probabilidade do registro como
um todo estar valido. Ordenando os registros em ordem crescente de probabilidade estaremos
ordenando os registros do mais suspeito para o menos suspeito. Os registros suspeitos podem
entdo passar por uma validacdo manual.

Se existirem dados errados, mas com uma grande probabilidade de ocorréncia, que nao
serdo classificados como suspeitos e, portanto, ndo serdo verificados manualmente e nem
corrigidos, os mesmos estardo seguindo as relacdes aprendidas pela rede Bayesiana e mesmo
que fossem verificados manualmente dificilmente seriam invalidados por apresentarem
valores coerentes com os valores que seriam esperados.

Podemos ainda assumir que como esses dados se relacionam com os demais obedecendo
as relagdes aprendidas pela rede Bayesiana, ou seja, que como esses dados tem grande
probabilidade de terem realmente ocorrido, os mesmos nao influenciardo muito nos resultados
de uma analise que os considere validos.

Como a triagem dos dados ¢ feita tomando cada varidvel como varidvel de classe,
podemos usar a efetividade na triagem como medida de desempenho do aprendizado usando
diferentes métodos de discretizagao.

No Capitulo 5 sdo descritos os procedimentos utilizados na implementagdao da
aprendizagem e inferéncia Bayesiana para triagem dos dados de Prote¢do ao Voo fornecidos
pelo IPV e os procedimentos usados para a obtengdo dos dados para comparacdo, que sdo

apresentados e analisados no Capitulo 6.
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5. Implementacao e Procedimentos

O IPV forneceu os dados coletados nas estagdes de Porto Alegre e Manaus durante um
ano para serem usados nesse trabalho. Os mesmos foram entregues em arquivos texto e antes
de serem utilizados foi construido um programa em Borland Delphi para inseri-los em um
banco de dados Interbase ja preparado para essa finalidade. Tal operacdo foi necessaria para
facilitar a manipulagdo dos dados, principalmente no que se refere a discretizacdo e a
comparagdo dos resultados. Além das 32 variaveis medidas, foram consideradas mais duas
variaveis para o dominio do problema, o dia do ano em que foi realizada a coleta e a hora do
dia em que foi realizada a coleta, assim nosso dominio do problema contém 34 variaveis.

Para a aprendizagem Bayesiana foi escolhido o algoritmo K2 [13], que ¢ o algoritmo mais
representativo entre os baseados em busca heuristica e se tornou bastante popular devido aos
resultados obtidos quando aplicado ao conjunto de dados da rede ALARM, um “benchmark”
amplamente aceito para os algoritmos de aprendizagem Bayesiana [31].

O algoritmo K2 avalia as possiveis topologias de uma rede bayesiana calculando a
probabilidade dessa topologia gerar a base de dados em questdo. O algoritmo comega
assumindo que um n6 ndo tem antecessores e incrementa o numero de antecessores
adicionando o antecessor que resulta no maior aumento de probabilidade da estrutura gerar a
base de dados. Quando a adicdo de mais um antecessor a0 ndé nao aumenta mais a
probabilidade, o nod para de receber antecessores e o algoritmo faz o mesmo para o nd
seguinte.

O fato de ja existir uma implementagdo do mesmo em Matlab no Bayes Net Toolbox para
Matlab [43] também contribuiu muito para sua escolha. Gragas a versatilidade do Matlab foi
bastante simples gravar a BN resultante da aprendizagem no Matlab num formato que pudesse
ser lido por outras ferramentas. Isso foi necessario porque a inferéncia Bayesiana no Matlab
era muito lenta.

Para o célculo da DMQ foi criado um “script” em Matlab e os valores da DMQ entre cada
intervalo foram analisados manualmente.

Para a propagacao de crenga foi construido um programa em Borland Delphi que utiliza a
Interface de Programacdo de Aplicacdo (Application Programming Interface — API) do
MSBNXx — “Microsoft Research’s Bayesian network autoring and evaluation tool” , que é um
aplicativo Windows baseado em componentes para criagdo, edicdo e uso de BNs. Os

componentes do MSBNx podem ser integrados a outros programas, dando a eles o poder da
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inferéncia Bayesiana [30]. O programa construido abria a BN salva pelo Matlab e para cada
registro do banco de dados calculava a probabilidade do valor de cada campo ocorrer, dados
os valores de todos os outros campos, gravando essas probabilidades em um outro banco de
dados.

Antes da aplicacdo do método de discretizagao foi realizado um estudo para verificar se os
dados coletados em Manaus e Porto Alegre poderiam ser utilizados em conjunto ou se a uniao
dos mesmos provocaria perda de informagdo, ou seja, se os dados coletados em Manaus e em
Porto Alegre apresentavam relagdes entre as varidveis que ndo seriam encontrados caso os
dados das duas esta¢des fossem considerados em conjunto.

Para tanto os dados de Porto Alegre ¢ Manaus foram discretizados em 10 intervalos pelo
uso de EFD individualmente e considerando seus dados como um tUnico conjunto de
informacoes.

Foi realizada a aprendizagem Bayesiana com os dados de cada estagdo individualmente e
com os dados das duas estagcdes em conjunto. As BNs encontradas apresentaram diferengas
nos DAGs, demonstrando que a unido dos dados fez com que relacionamentos entre as
varidveis que ocorrem localmente nas regides de Porto Alegre e Manaus fossem perdidos. Os

DAGs resultantes sdo apresentados nas figuras 5.1 a 5.3.
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Figura 5.1: DAG da BN aprendida com os dados de Porto Alegre.
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Figura 5.2: DAG da BN aprendida com os dados de Manaus.
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Figura 5.3: DAG da BN aprendida com os dados de Porto Alegre e Manaus em conjunto.

A BN construida a partir dos dados de Porto Alegre, Figura 5.1, apresenta
relacionamentos entre a variavel DIA e as variaveis BSECO, QFE ¢ TOTNUVEM. Ja a BN
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construida a partir dos dados de Manaus, Figura 5.2, apresenta relacionamentos entre a
variavel DIA e apenas a variavel TOTNUVEM. Enquanto a variavel HORA se relaciona com
as varidveis BSECO e QFE. Isso sugere que em Porto Alegre as varidveis BSECO
(temperatura) e QFFE (pressdo) variam com a variagdo do DIA do ano, enquanto que em
Manaus essas variaveis estdo relacionadas com a HORA do dia. Essa diferenca de
relacionamentos ¢ compreensivel, uma vez que em Porto Alegre as variagdes climaticas com
as estacoes do ano sdo mais pronunciadas do que em Manaus, onde as variacdes com a hora
do dia sdo mais perceptiveis.

Comparando ainda os dois DAGs anteriores com o DAG da BN construida a partir dos
dados conjuntos das duas estacdes, Figura 5.3, notamos que a varidvel DI4 nao se relaciona
com nenhuma outra varidvel nesse ultimo, nem mesmo com 7TOTNUVEM, com a qual a
variavel DIA estava relacionada nas duas BNs anteriores. Isso indica que o relacionamento
existente entre essas duas variaveis em Porto Alegre ¢ diferente do relacionamento entre elas
em Manaus e que se os dados forem considerados em conjunto a informagdo sobre esse
relacionamento provavelmente serd perdida.

Essas e outras diferencas entre os DAGs das BNs indicam que os dados ndo devem ser
considerados em conjunto e que para cada estacdo deve ser gerada e utilizada uma BN
diferente que ird aprender os relacionamentos entre as varidveis no local de coleta das
mesmas. Por esse motivo, os dados de apenas uma das estacdes, Porto Alegre, foram
utilizados no restante deste trabalho.

As varidveis foram entdo inicialmente discretizadas em 10 intervalos pelo uso de EFD.
Uma quantidade muito grande de intervalos para a discretizacdo inicial tornaria o processo
muito lento e trabalhoso, uma vez que tanto a discretizagdo inicial quanto a unificagdo dos
intervalos ndo seriam totalmente automatizada. Por outro lado um nimero muito pequeno de
intervalos poderia ndo ser suficiente para avaliar o método proposto, uma vez que com poucos
intervalos iniciais ocorreriam poucas unificagoes.

O objetivo era transformar os 10 intervalos em no maximo 4 intervalos, preservando os
padrdes de relacionamento existentes entre as varidveis. Um ntimero reduzido de intervalos
favorece tanto a aprendizagem quanto a inferéncia Bayesiana e estd mais proximo da
compreensao humana.

Os intervalos das variaveis folha: RAJADA, T, CGT, PO, PRECIP, DIRNUVEM4, QNH,
ALTNUVEMI, ALTNUVEM?2, ALTNUVEM3 ¢ ALTNUVEM4 foram unidos enquanto os
relacionamentos eram preservados. Vale ressaltar que os significados das variaveis nao estao

sendo levados em conta uma vez que a aprendizagem Bayesiana esta sendo usada justamente
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para aprender os relacionamentos entre elas. Numa aplicagdo comercial, no entanto, esse
significado poderia ser utilizado para direcionar a aprendizagem Bayesiana.

A unificagdo de intervalos pode aumentar a relagdo da variavel discretizada com outras
variaveis antes nao relacionadas a variavel discretizada, sem diminuir sua relagdo com os
antigos antecessores, desse modo ao longo do processo de unificagdo novos relacionamentos
podem surgir e alguns antecessores podem mudar, mas uma varidvel nao pode perder todos
seus antecessores, 0 que caracterizaria a perda de todas as relagdes das outras variaveis com a
variavel discretizada e ndo o aumento de uma ou mais relagoes.

Como o algoritmo de busca parte de um DAG sem arcos ¢ vai adicionado os que mais
contribuem com a melhoria da rede, um evidenciamento de um outro relacionamento devido
aos novos intervalos pode fazer com esse novo relacionamento contribua mais para a melhoria
da rede do que o antigo, e uma vez adicionado esse relacionamento a adi¢cdo do
relacionamento antigo pode nao melhorar a rede consideravelmente. O mesmo pode acontecer
com uma variavel que inicialmente tinha varios sucessores e depois os perdeu. Os novos
intervalos podem ter evidenciado muito o relacionamento dos sucessores com apenas um ou
um subconjunto dos antecessores, desse modo os relacionamentos com os demais

antecessores nao contribuem mais significativamente para a melhoria da rede.
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Figura 5.4: DAG da BN aprendida apos a discretizagdo dos nos folha.
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No DAG da Figura 5.4 verificamos que a varidvel DIFPRESSAO passou a ser folha, uma
vez que o relacionamento que existia entre a varidvel DIFPRESSAO e a variavel T foi
substituido por relagdes entre as variaveis HORA e UR e a variavel T. Mais uma vez, como ja
exposto acima, isso ocorre porque com 0s novos intervalos esse padrao de relacionamento foi
evidenciado e ndo porque o padrdo de relacionamento entre DIFPRESSAO e T foi perdido.

A nova variavel folha DIFPRESSAO e as variaveis cujos sucessores ja foram processados:
VELVENTO, DIFPRESSAO, QFF, BUMIDO, TIPONUVEM4, VISIB ¢ DIRNUVEM3 sao
entdo processadas e a discretizagdo continua até que todos as variaveis sejam processadas.
Como critério de unificacdo de intervalos foi utilizada uma DMQ absoluta de 0.04 para mais
de 4 intervalos e uma DMQ absoluta de 0.01 para 4 intervalos ou menos. O DAG da BN

aprendida ao final do processo ¢ apresentado na Figura 5.5.
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Figura 5.5: DAG da BN aprendida ap6s a discretizagao de todas as variaveis.

A cada passo do método de discretizacdo os relacionamentos ja existentes foram mantidos
ou substituidos por relacionamentos mais fortes e novos relacionamentos surgiram. Devido ao
surgimento desses novos relacionamentos o0 DAG da aprendizagem final apresenta muito mais

arcos do que o DAG inicialmente obtido.
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Sao apresentadas na tabela 5.1 as DMQs calculadas para a unificagdo dos intervalos da

variavel QTDNUVEM4, que tinha como sucessor apenas a variavel TIPONUVEM4.

Tabela 5.1: DMQs das probabilidades da varidvel TIPONUVEM4, condicionadas pelos
intervalos da variavel OTDNUVEMA4.

i1-ip -3 | i3-i4 | is-is | is-lg | Ig-17 | i7-i3 | Is-i9
DMQ 0.0 0.0 0.0 0.0/ 0.0 0.0] 0.0 1.0

Como base nos valores de DMQ os intervalos de i; a ig foram unidos em um unico
intervalo e o intervalo iy ficou isolado.

Outro exemplo ¢ o da variavel HORA, onde o ultimo intervalo poderia ser unido ao
primeiro, uma vez que as horas do dia formam um ciclo. A variavel DI4 tinha dois
sucessores, DIRVENTO e UR. Os valores das DMQs das probabilidades dessas duas variaveis

condicionadas pela varidvel HORA sao apresentadas na Tabela 5.2.

Tabela 5.2: DMQs das probabilidades condicionadas pelos intervalos da varidvel HORA.

I1-ip Ip-i3 I3- 14 I4-Is I5-lg lg=l7 i7-I3 Ig-lg | do-i10 | I10-11

DIRVE. | 0.0046 | 0.0028 [ 0.0015| 0.0080| 0.0046 | 0.0075] 0.0082] 0.0025] 0.0041 | 0.0098

UR 0.007510.0078] 0.0740] 0.0256 | 0.0170 | 0.0087 | 0.0087] 0.0633 | 0.0292 [ 0.0121

Combinando os valores de DMQ da Tabela 5.2, utilizando a norma euclidiana, temos as

DMQs combinadas dos intervalos da varidvel HORA, que sdo apresentadas na tabela 5.3.

Tabela 5.3: DMQs combinadas das probabilidades condicionadas pelos intervalos da variavel
HORA.

i1-I -3 | i3-id4 | ig-is | Is-ie ie-17 i7-13 ig-lo | lo-i10 | if10-I1

DMQ [ 0.0088 ] 0.0083 ] 0.0740] 0.0268 | 0.0176| 0.0115| 0.0120 | 0.0633 | 0.0295| 0.0156

Pelos valores de DMQ da Tabela 5.3, os intervalos i; e i3 foram unidos em um Unico
intervalo, o mesmo acontecendo para os intervalos i € i7. Apds um novo aprendizado as

DMQs foram calculadas novamente e as DMQs combinadas sdo apresentadas na Tabela 5.4.

Tabela 5.4: DMQs combinadas das probabilidades condicionadas pelos intervalos da variavel
HORA ap6s a primeira unificagdo.

I1-I3 | @3- l4 | IgI5 Is-lg7 | le7-I8 Ig-l9 lo=i10 | f10-I1

DMQ [ 0.0090 | 0.0488] 0.0268] 0.0136 | 0.0144 | 0.0633 | 0.0295[0.0156
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Os intervalo i#; foi entdo unido ao intervalo i»; € o intervalo is foi unido ao intervalo ig7.
Apo6s um novo aprendizado as DMQs foram calculadas ¢ a DMQ combinada para cada

intervalo ¢ apresentada na Tabela 5.5.

Tabela 5.5: DMQs combinadas das probabilidades condicionadas pelos intervalos da variavel
HORA ap6s a segunda unificagao.

1123- 14 | Is-Is67 | Ise7-18 | Ig-I9 lo-l10 | L10-1123

DMQ [ 0.0534{0.0386 | 0.0198 | 0.0633 | 0.0295 | 0.0284

Os intervalo i foi entdo unido ao intervalo i1»3 € o intervalo ig foi unido ao intervalo ise7.
Apo6s um novo aprendizado as DMQs foram calculadas ¢ a DMQ combinada para cada

intervalo ¢ apresentada na Tabela 5.6.

Tabela 5.6: DMQs combinadas das probabilidades condicionadas pelos intervalos da variavel
HORA ap6s a terceira unificagao.

110123~ I4 | I4-I5678 | i5678-19 | I9-l101234

DMQ| 0.0446| 0.0444| 0.0458| 0.0534

Como nenhuma das DMQs da Tabela 5.6 atende os critérios de DMQ absoluta ¢ DMQ
relativa a unificacdo para a varidvel HORA esta completa.

Um caso mais interessante ¢ o da varidvel DIA4, onde o Gltimo intervalo também poderia
ser unido ao primeiro, uma vez que os dias do ano formam um ciclo. Quando foi processada a
variavel dia tinha 3 sucessores ja processados, QFE, BSECO e UR, sendo que BSECO e UR
além de DIA tinham a variavel HORA como antecessor. A DMQ foi calculada com relagdo a
cada um desses sucessores, sendo que no calculo da DMQ com relagdo a BSECO e UR foi
considerada também a variavel HORA, conforme a equagdo (3.2). Os valores das DMQs sdo

apresentados na Tabela 5.7.

Tabela 5.7: DMQs das probabilidades condicionadas pelos intervalos da variavel DIA.

I1-I2 ir-I3 i3- 14 | g5 is-lg lg-l7 i7-Ig ig-lo | Io-l10 | f10-I1

QOFF 0.0032]0.0164[0.0038{0.0348] 0.0036] 0.0007] 0.0036| 0.0199| 0.0308 | 0.0019

BSECO0 | 0.0024[0.0312]0.0362{0.0188] 0.0033] 0.0045|0.0309|0.0389| 0.0348] 0.0119

UR 0.0011{0.0008|0.0001|0.0005] 0.0001 | 0.0009 | 0.0004 | 0.0008 | 0.0005 | 0.0015

Combinando os valores de DMQ da Tabela 5.7, utilizando a norma euclidiana, temos as

DMQs combinadas dos intervalos da variavel DIA4, que sdo apresentadas na tabela 5.8.
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Tabela 5.8: DMQs combinadas das probabilidades condicionadas pelos intervalos da varidvel
DIA.

I1-ip I-I3 3- 14 | Igs I5-lg lg=l7 I7-1g Ig-lg | lo-i10 | i10-I1

DMQ [0.0042 | 0.0353] 0.0364 | 0.0395] 0.0048 | 0.0047 | 0.0311 | 0.0437 | 0.0465 | 0.0122

Pelos valores de DMQ da Tabela 5.8 os intervalos i; e i, foram unidos em um Unico
intervalo, o mesmo acontecendo para os intervalos is € i7. As DMQs combinadas, calculadas

a cada unificacdo, sdo apresentadas nas Tabelas 5.9 a 5.12.

Tabela 5.9: DMQs combinadas das probabilidades condicionadas pelos intervalos da variavel
DIA apds a primeira unificacao.

l12-I3 | I3- 14 I4-I5 Is-le7 | le7-I8 ig-l9 lo-l10 | Z10-i12

DMQ [ 0.0436 | 0.0364 [ 0.0395 ] 0.0039 | 0.0267 | 0.0437] 0.0465| 0.0101

Tabela 5.10: DMQs combinadas das probabilidades condicionadas pelos intervalos da
variavel DIA apos a segunda unificagdo.

lo12-i3 | I3- 14 | Is-Is67 | Use7-I3 | ig-lo | io-i1012

DMQ [ 0.0401 | 0.0364 | 0.0451 | 0.0217 | 0.0437 | 0.0580

Tabela 5.11: DMQs combinadas das probabilidades condicionadas pelos intervalos da
variavel DIA apo6s a terceira unificagao.

l1012-03 | I3- 14 | i4-I5678 | I5678-19 | I9-l1012

DMQ [ 0.0401 { 0.0364 | 0.0372 ] 0.0610 | 0.0580

Tabela 5.12: DMQs combinadas das probabilidades condicionadas pelos intervalos da
varidvel DIA4 apos a terceira unificagao.

110127134 | I34-15678 | I5678-9 | {9-i1012
DMQ| 0.0580| 0.0515]0.0568|0.0587

Como nenhuma das DMQs da Tabela 5.12 atende os critérios de DMQ absoluta e DMQ
relativa a unificacdo para a varidvel DIA esta completa.

Com a BN definida foi criado um outro “scripf” em Matlab para gravar a BN no formato
aceito pelo MSBNXx. Foi construido também um aplicativo em Borland Delphi que utilizando
a API do MSBNx processava cada registro do banco de dados. O aplicativo tomava cada
registro de 34 campos do banco e para cada campo do mesmo apresentava os valores dos
outros 33 campos a BN via API do MSBNXx e recebia a probabilidade do valor do campo estar
correto dada a evidéncia. As probabilidades de cada campo de cada registro foram também

armazenadas em um banco de dados.
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No banco de dados resultante foi criado um campo extra que recebeu o minimo entre os
valores apresentados por cada campo e os registros foram entdo ordenados crescentemente
por esse valor.

Para verificar a efetividade do método proposto de discretizagdo na conservagdo dos
padroes de relacionamento entre as variaveis, uma copia dos dados de treinamento foi
discretizada pelo uso de EFD e uma outra BN foi construida a partir da aprendizagem desses
dados. Para cada variavel, a quantidade de intervalos para a EFD foi igual a da discretizacao
pelo método proposto, ou seja, as variaveis das duas BNs tinham a mesma quantidade de
intervalos.

A EFD foi escolhida devido a sua simplicidade de implementagao e por ter sido usada
como discretizacdo inicial no método proposto. A EFD ndo apresenta os melhores resultados
quando comparada aos métodos mais elaborados, mas a diferenga dos resultados em sistemas
de classificagdo ndo ¢ muito significativa, por esse motivo o método EFD pode ser
considerado como representativo do desempenho geral dos métodos atuais de discretizagdao. O

DAG da BN obtida a partir da EFD ¢ apresentado na Figura 5.6.
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Figura 5.6: DAG da BN aprendida com os dados discretizados por EFD.
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Facilmente podemos verificar que o DAG da BN aprendida como o método proposto,
Figura 5.5, e 0o DAG da BN aprendida com EFD apresentam relacionamentos diferentes, mas
como a simples andlise desses relacionamentos seria uma comparacdo subjetiva, as redes
resultantes dos dois processos de discretizagdo foram comparadas pela sua efetividade em

realizar uma correta triagem de dados incorretos, como descrito no proximo capitulo.
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6. Resultados Obtidos.

6.1. Método de Discretizacao

Para comparar os resultados obtidos com a DTP e com a EFD, as BNs geradas pela
aprendizagem Bayesiana a partir dessas discretizagdes foram utilizadas para a triagem de
dados incorretos. Conforme citado no Capitulo 4, estaremos usando uma mesma BN para
classificar varias varidveis e o desempenho nessa classificacdo sera utilizado como medida da
aprendizagem.

Foram escolhidas seis variaveis entre as 34 existentes, DIRVENTO, TOTNUVEM, VISIB,
BSECO, BUMIDO e PRECIP para serem utilizadas nessa comparagao.

Em cada base discretizada, para cada varidvel escolhida, foram selecionados
aleatoriamente 50 registros. Na sele¢do dos registros foi considerada a distribuicdo dos
mesmos segundo os possiveis intervalos da variavel escolhida.

Por exemplo para a varidvel DIRVENTO, na base discretizada com DTP, foram
selecionados 18 registros com o valor de DIRVENTO no 1°. intervalo de discretizagdo, 18
registros com o valor de DIRVENTO no 2°. intervalo de discretizagdo, 9 registros com o valor
de DIRVENTO no 3°. intervalo de discretizagdo e 5 registros com o valor de DIRVENTO no
4°, intervalo de discretizagdo. A distribui¢do dos registros segundo os intervalos, que justifica

a quantidade de registros escolhidos para cada intervalo é apresentada na tabela 6.1.

Tabela 6.1: Distribuigcdo dos registros da Base discretizada por DTP segundo os intervalos da
variavel DIRVENTO.

Intervalo 1°.] 2° | 3°% | 4°
Porcentagem dos registros [36% | 37%|17%| 10%

Em cada um dos 50 registros selecionados o valor da varidvel escolhida foi alterado para
um dos intervalos adjacentes. Na escolha do intervalo adjacente, para qual o valor da variavel
escolhida foi alterado, foi considerada também a distribui¢do dos registros da base segundo os
intervalos da variavel escolhida.

Usando a mesma variavel, DIRVENTO, como exemplo, os 18 registros selecionados com
o valor da variavel DIRVENTO no 1°. intervalo tiveram o valor da varidvel DIRVENTO
alterado para o 2°. intervalo (inico intervalo adjacente). Dos 18 registros selecionados com o
valor da variavel DIRVENTO no 2°. intervalo, 12 tiveram o valor da variavel DIRVENTO

alterado para o 1°. intervalo e os outros 6 registros tiveram o valor da variavel DIRVENTO
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alterado para o 3°. intervalo. Dos 9 registros selecionados com o valor da variavel DIRVENTO
no 3°. intervalo, 7 tiveram o valor da varidvel DIRVENTO alterado para o 2°. intervalo e os
outros 2 registros tiveram o valor da variavel DIRVENTO alterado para o 4°. intervalo. E os 5
registros selecionados com o valor da variavel DIRVENTO no 4°. intervalo tiveram o valor da
variavel DIRVENTO alterado para o 3°. intervalo.

Desse modo a selegdo resultou em mais registros selecionados com o valor da varidvel
escolhida sendo o do intervalo com um maior niimero de registros do total. E as alteragdes
resultaram em mais registros com o valor da variavel escolhida sendo alterado para o valor do
intervalo adjacente com um maior numero de registros do total.

As BNs foram entdo utilizadas na triagem desses registros com relacao a base original.
Para cada uma das varidveis escolhidas para o teste foi verificada qual a porcentagem de
registros alterados estava contida entre os 2.5%, 5%, 10%, 15% e 20% registros mais
suspeitos. As triagens foram feitas utilizando-se as BNs geradas usando os dois métodos de
discretizagdo, o método proposto, Discretizacdo pela Tabela de Probabilidades — DTP e o
método de Discretizagdo em Igual Freqiiéncia — EFD. Os resultados sdo apresentados nas

Tabelas 6.2 a 6.7. As diferencas superiores a 10% estdo destacadas.

Tabela 6.2: Porcentagem dos registros com a varidvel DIRVENTO alterada selecionados pela
triagem.

Dados Suspeitos  [2.5% [5% [10% [15% [20%
Triagem DTP 16% [20% |26% [42% [42%
Triagem EFD 16% [20% [26% |28% |44%

Tabela 6.3: Porcentagem dos registros com a variavel TOTNUVEM alterada selecionados pela
triagem.

Dados Suspeitos 2.5% | 5% 10% [15% [20%
Triagem DTP 92% 194% [99% [100% |100%
Triagem EFD 64% 164% |70% [72% |76%

Tabela 6.4: Porcentagem dos registros com a variavel VISIB alterada selecionados pela
triagem.

Dados Suspeitos  [2.5% [5% |10% [15% [20%
Triagem DTP 36% [40% [44% [44% [54%
Triagem EFD 40% [44% [50% |54% |60%
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Tabela 6.5: Porcentagem dos registros com a variavel BSECO alterada selecionados pela
triagem.

Dados Suspeitos 2.5% | 5% 10% |[15% |20%
Triagem DTP 46% |50% |68% [70% |74%
Triagem EFD 20% |24% [40% [40% |50%

Tabela 6.6: Porcentagem dos registros com a varidvel BUMIDO alterada selecionados pela
triagem.

Dados Suspeitos  [2.5% [5% |10% [15% [20%
Triagem DTP 60% |68% [68% [78% |88%
Triagem EFD 54% [60% [70% [74% [76%

Tabela 6.7: Porcentagem dos registros com a variavel PRECIP alterada selecionados pela
triagem.

Dados Suspeitos 2.5% | 5% 10% |[15% |20%
Triagem DTP 62% [64% |70% [76% |84%
Triagem EFD 20% |26% [38% [50% |58%

As Tabelas 6.2 a 6.7 mostram que, para 3 das 6 variadveis escolhidas para comparagao
(DIRVENTO, TOTNUVEM, VISIB, BSECO, BUMIDO e PRECIP), o método proposto
resultou em uma BN capaz de selecionar pelo menos 24% a mais de registros errados quando
comparada a BN resultante da EFD, sendo que essa diferenga chegou a ser de 42%, Tabela
6.6. J& para as outras 3 variaveis os dois métodos de discretizacdo apresentam resultados
bastante proximos, a maioria ficando dentro de uma faixa de variagdo de 10%, mas mesmo
assim com uma leve vantagem para o método proposto.

Esses resultados indicam que para as variaveis DIRVENTO, VISIB ¢ BUMIDO os dois
métodos de discretizacdo mantiveram, perderam ou evidenciaram na mesma propor¢ao seus
relacionamentos com as outras variaveis. Ja no caso das variaveis TOTNUVEM, BSECO e
PRECIP o método proposto foi capaz de manter ou evidenciar os relacionamentos com as
outras varidveis enquanto que a EFD fez com que esses relacionamentos fossem
enfraquecidos ou mesmo perdidos.

Em particular para TOTNUVEM, um de seus antecessores foi alterado de uma
discretizagdo para outra. Na rede gerada com o uso de DTP TOTNUVEM tem como
antecessores HORA e DIRVENTO, enquanto que na rede gerada com o uso de EFD
TOTNUVEM tem como antecessores DIA e DIRVENTO, ou seja, a EFD fez com que o
relacionamento entre HORA e TOTNUVEM fosse perdido, o que fez com que o
relacionamento entre DIA e TOTNUVEM fosse escolhido pelo algoritmo de aprendizagem

como mais representativo. Pelos resultados apresentados na Tabela 6.2 esse relacionamento
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entre HORA ¢ TOTNUVEM que foi perdido era bem mais representativo que o entre DIA e
TOTNUVEM.

Para a varidvel BSECO a anélise ¢ mais simples, a EFD fez com que os relacionamentos
entre QFFE e BSECO, e entre BSECO ¢ QTDNUVEM]I nao fossem encontrados. Sem esses
relacionamentos a inferéncia da BN resultante perante a evidéncia foi menos efetiva,
conforme mostra a Tabela 6.4.

Para a variavel PRECIP a EFD fez com que trés relacionamentos ndo fossem encontrados,
entre UR ¢ PRECIP, entre PRECIP ¢ TIPONUVEM3 e entre PRECIP ¢ CGT. A falta desses
relacionamentos também fez com que a BN fosse menos efetiva na triagem dos registros
alterados.

J& para a variavel DIRVENTO um relacionamento deixou de ser encontrado e um outro
surgiu com o uso de EFD. O relacionamento que foi perdido foi entre DIRVENTO e VISIB € o
relacionamento encontrado foi entre HORA e DIRVENTO. Pelos resultados apresentados na
Tabela 6.1 esse novo relacionamento foi capaz de manter a representatividade da BN
encontrada.

A variavel VISIB merece uma analise um pouco mais detalhada, visto que os resultados
obtidos a partir da EFD sdo um pouco melhores que os resultados obtidos a partir da DTP. O
fato da variavel VISIB ter um antecessor a mais no DAG gerado a partir da EFD do que no
DAG gerado pela DTP o fato do algoritmo de aprendizagem Bayesiana parar de adicionar
antecessores a um no caso essa adicdo ndo melhore significativamente a adequagdo da BN
gerada podem explicar esse melhor desempenho da rede gerada a partir da EFD.

Comparando os DAGs verificamos que da BN gerada a partir da DTP para a BN gerada a
partir da EFD a variavel VISIB deixou de ter DIRVENTO como antecessor € passou a ter
HORA e VELVENTO como antecessores. Além disso, a varidvel VISIB deixou de ter
TOTNUVEM]I como sucessor e passou a ter ALTNUVEM1 e PO como sucessores.

Com a DTP o relacionamento entre DIRVENTO e VISIB contribuia mais para a adequagao
da BN aos dados que o relacionamento entre HORA e VISIB e que o relacionamento entre
VELVENTO e VISIB. Desse modo, mesmo que o relacionamento entre o par HORA-
VELVENTO e a variavel VISIB fosse mais evidente que entre DIRVENTO e VISIB, este nao
seria encontrado, uma vez que o algoritmo primeiro adicionaria o relacionamento entre
DIRVENTO e VISIB a rede. E uma vez este relacionamento adicionado, a adi¢do de um
relacionamento entre HORA e VISIB ou entre VELVENTO e VISIB nao melhoraria muito a

adequacao da rede.
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Com a EFD o relacionamento entre DIRVENTO e VISIB pode ter sido mais afetado que os
outros, de forma que o relacionamento entre HORA e VISIB ou entre VELVENTO e VISIB
passou a contribuir mais para a adequacdo da rede do que o relacionamento entre DIRVENTO
e VISIB. Desse modo um desses relacionamentos foi adicionado a rede no lugar do
relacionamento entre DIRVENTO e VISIB e posteriormente o outro foi adicionado por
aumentar consideravelmente a adequacao da BN.

Caso a EFD tenha afetado pouco o relacionamento entre o par HORA-VELVENTO e a
varidvel VISIB, de modo que esse ainda fosse mais representativo que o relacionamento
original entre DIRVENTO e VISIB a BN gerada a partir da EFD apresentaria um desempenho
melhor que a gerada a partir da DTP. Note-se que essa diferenga de desempenho em favor da
EFD ¢ devido a uma restricdo do algoritmo de aprendizagem Bayesiana, que ndo ¢ capaz de
verificar se um condicionante duplo ¢ melhor do que um condicionante simples onde o
condicionante simples ndo faz parte do condicionamento duplo. Caso o algoritmo de
aprendizagem fosse capaz de reconhecer essa situagdo os relacionamentos entre HORA e
VISIB e entre VELVENTO e VISIB teriam sido encontrados no caso da DTP no lugar do
relacionamento entre DIRVENTO e VISIB.

Ja para a variavel BUMIDO os relacionamentos encontrados foram os mesmos, mas a
EFD provavelmente diminuiu um pouco sua representatividade, desse modo os resultados
com DTP foram um pouco melhores conforme a Tabela 6.5.

Pelos resultados obtidos verificamos que com excecdo da varidvel VISIB, a BN construida
a partir do método de discretizagdo proposto apresentou sempre um desempenho superior ao
da BN construida a partir da EFD, sendo alguma vezes consideravelmente superior. O melhor
desempenho da segunda no caso especifico da varidvel VISIB pode ainda ser atribuido a uma
limitacdo do algoritmo de aprendizagem e ndo a uma perda do padriao de relacionamento por
parte do método de discretizagao proposto.

Como nas comparagdes realizadas entre a EFD e outros métodos de discretizagdo mais
elaborados esses ndo obtiveram resultados significativamente melhores do que a primeira,
podemos inferir, devido aos resultados expressivamente melhores da DTP com relagdo a EFD
na metade dos casos analisados e pouco melhores nos restantes, que o método proposto obtera
resultados significativamente melhores que os métodos mais elaborados de discretizagdo. Essa
comprovagao fica, no entanto, como sugestio para trabalhos posteriores.

Vale ressaltar que os resultados foram obtidos a partir de uma base de dados real fornecida
que, apesar de por hipdtese ser considerada como valida, poderia conter erros e ruido nas

medidas. Desse modo o conjunto de aprendizagem poderia conter ruido e erros € mesmo
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assim foi possivel verificar claramente a diferenca de desempenho resultante da aplicagao do

método proposto de discretizagao para aprendizagem Bayesiana.

6.2. Triagem de Dados

Para verificar a aplicabilidade das BNs na valida¢ao de dados foi feito mais um teste. Em
ambas as bases foram escolhidos 100 registros aleatoriamente. Em 67 desses registros o valor
de uma das variaveis foi alterado para um intervalo adjacente e nos outros 33 registros foram
alterados os valores de duas variaveis. A aprendizagem para os dois métodos de discretizagao
foi refeita com a inclusdo dos registros alterados na base e a triagem foi realizada em ambas
as bases.

Do mesmo modo que para a comparagdo entre os métodos de discretizagdo, foi verificada
qual a porcentagem de registros alterados estava contida entre os 2.5%, 5%, 10%, 15% ¢ 20%

registros mais suspeitos. Os resultados sdo apresentados na Tabela 6.8.

Tabela 6.8: Porcentagem dos registros alterados selecionados pela triagem.
Dados Suspeitos  [2.5% [5% |10% [15% [20%
Triagem DTP 76% [81% [83% |88% |88%
Triagem EFD 77% [79% [80% [81% [82%

Por esses resultados, pela analise de apenas 5% dos registros da base de dados uma pessoa
seria capaz de identificar 81% dos registros errados. Caso esses 81% estivessem
uniformemente espalhados pela base seria necessario que 81% da base fosse analisada, desse
modo, para identificar a mesma quantidade de registros errados uma pessoa analisaria 16
vezes menos registros se usasse a abordagem Bayesiana para a triagem dos dados.

Comparando os resultados obtidos com a DTP e com a EFD notamos que a DTP apresenta
resultados um pouco melhores. Como para cada variavel apenas 4 ou no maximo 5 registros
foram alterados essas variacdes sdo menos significativas que as apresentadas anteriormente.

Foi verificada também qual a porcentagem de registros alterados com a correta
identificacao do campo alterado estava contida entre os 2.5%, 5%, 10%, 15% e 20% registros

mais suspeitos. Os resultados sao apresentados na Tabela 6.9.

Tabela 6.9: Porcentagem dos registros alterados selecionados pela triagem com a correta
identificacdo do campo alterado.

Dados Suspeitos  [2.5% [5% [10% [15% [20%
Triagem DTP 75% [79% |81% |84% |84%
Triagem EFD 73% [75% |76% |76% |76%
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Pelos resultados notamos que uma pessoa seria capaz de identificar 79% dos registros
alterados analisando apenas um campo de apenas 5% do total de registros. Considerando
novamente que os registros com erro estejam uniformemente espalhados pela base, sem a
triagem uma pessoa teria que analisar todos os campos de 79% dos registros para identificar a
mesma quantidade de registros errados, o que daria cerca de 500 vezes a quantidade de
campos analisados com o auxilio da triagem Bayesiana.

Novamente a triagem de dados com a BN construida a partir da EFD mostra-se um pouco
menos eficiente que a BN construida a partir da DTP.

E interessante notar que os registros alterados que ndo foram selecionados pela triagem
Bayesiana apresentam valores com probabilidade de ocorréncia elevada, uma vez que nado
foram selecionados entre os 5%, 10% ou 20% mais suspeitos. Desse modo esses registros,
apesar de terem sido alterados seguem os padrdes de relacionamento da base de dados e
mesmo que fossem selecionados por uma triagem, dificilmente seriam identificados por uma
pessoa, justamente por seguirem os padrdes da base.

O uso desses registros alterados, que em uma situagdo real seriam registros que contém
erros, que nao foram selecionados como suspeitos, em levantamentos estatisticos,
desenvolvimento de modelos, extragdo de conhecimento ou qualquer outra forma de analise
de dados ndo deve ser ainda muito prejudicial, uma vez que seus valores estdo de acordo com
os padrdes da base de dados.

Apesar de ndo ser o objetivo principal deste trabalho validar a aplicagdo de BNs a triagem
e validacdo de dados, os resultados obtidos apontam para um grande potencial de aplicacao.
Cabe ressaltar mais uma vez que a base de dados utilizada ¢ uma base de dados real, que
provavelmente ja contém registros com erro € que mesmo assim a BN foi capaz de selecionar
corretamente a maior parte dos registros alterados como suspeitos.

Isso mostra que as BNs tem um grande potencial de aplicagdo no auxilio a validacdo de
dados, através da aprendizagem Bayesiana, preferencialmente com a utilizagdo de um método
de discretizagdo apropriado a extragdo de conhecimento, e da inferéncia Bayesiana para a
triagem automatica de dados.

Os resultados apontam também para um uso promissor das BNs para extracdo de
conhecimento, analise e predicdo de dados em Protecdo ao V6o, uma vez que os resultados
obtidos, no geral, demonstraram que as BNs geradas foram capazes de aprender corretamente

os padrdes de relacionamento entre as variaveis do dominio.
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7. Conclusoes

7.1. Conclusodes Gerais

Os resultados obtidos comprovam que o método proposto de discretizacdo se adequa
melhor a aprendizagem Bayesiana que a EFD. Como nenhum dos outros métodos de
discretizagao conhecidos se mostrou substancialmente melhor que a EFD, inferimos que o
método proposto se adequa melhor a aprendizagem Bayesiana que os métodos conhecidos.

Pela utilizacdo desse novo método a aprendizagem Bayesiana serd capaz de extrair mais
informagdo sobre os padroes de relacionamento entre as variaveis de um conjunto de
treinamento, melhorando consideravelmente o desempenho de aplicagdes construidas a partir
dessas redes. Essa melhoria no desempenho das redes fard com que os resultados obtidos onde
elas ja sdo aplicadas sejam ainda melhores e possivelmente habilitard novos usos para as
mesmas.

Pelos resultados obtidos € possivel também vislumbrar o potencial da aplicacao das redes
Bayesianas no auxilio a validacdo de dados. O trabalho realizado no desenvolvimento do
sistema utilizado na comparagdo dos resultados ¢ um excelente passo inicial na construcao de
um sistema que possa ser utilizado, na pratica, pelo IPV ou por outras entidades que
necessitem de um processo de triagem para diminuir a necessidade de validagdes manuais.

Com os dados de Protecdo ao Voo validados, aplicativos construidos ou andlises feitas a

partir dos mesmos serdo mais confidveis e apresentardo melhores resultados.

7.2. Contribui¢des do trabalho

Sao contribui¢des originais deste trabalho:

- A proposicao de um método de discretizagdo de dados para aprendizagem Bayesiana
(Capitulo 3);

- Uma analise imparcial dos resultados obtidos em comparagdes entre outros métodos
de discretizacdo (Capitulo 2);

- Proposicdo da utilizagdo de aprendizagem e inferéncia Bayesiana no auxilio a
validagao de dados, especificamente na triagem automatica de dados (Capitulo 4);

- Proposicdo e utilizagdo de um método de comparacdo quantitativo entre redes

Bayesianas geradas a partir de diferentes métodos de discretizagdo(Capitulo 4). O
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método proposto pode ser usado também na comparagdo entre redes Bayesianas
geradas por diferentes métodos de aprendizagem:;
Comparacao entre os resultados obtidos pelo uso do método de discretizagdo proposto

e da Discretizacdo em Igual Freqiiéncia (Capitulo 6);

7.3. Trabalhos Futuros

Ficam como sugestdes de trabalhos futuros as seguintes possibilidades:

Demonstracdo formal da efetividade do método proposto baseado na teoria de
probabilidade.

Construcao de um sistema especialista probabilistico Bayesiano na area de Protecao ao
Véo.

Comparacao entre o método de discretizacao proposto e métodos mais elaborados que
a EFD.

Aprimoramento do método proposto pela utilizacdo de heuristicas ou de outros
métodos de discretizag¢ao na escolha dos intervalos iniciais.

Aprimoramento do método proposto especificamente na discretizagdo dos nos folha,
que poderia ser feita pela utilizagdo de um ou mais métodos de discretizacdo ja
existentes.

Aprimoramento do método proposto pela proposicdo de possiveis medidas mais
adequadas do que a DMQ e a DMQP.

Comparacao do método proposto com outros métodos de discretizagcdo no contexto de
classificadores Bayesianos, inclusive naive-Bayes.

Constru¢ao de um software que faga a discretizagdo e a aprendizagem Bayesiana
automaticamente.

Proposicdo de um novo algoritmo de aprendizagem Bayesiana, possivelmente
interagindo com o método de discretizagdo proposto.

Validagdo da utilizacdo da aprendizagem e da inferéncia Bayesiana na triagem de
dados com estudos de outros dominios de problemas e comparagdo com outros
métodos de triagem de dados.

Utilizagdo de redes Bayesianas na sugestao de valores para corre¢ao/substituicao de
dados errados.

Utiliza¢ao do método de discretizagdo proposto, aprendizagem e inferéncia Bayesiana

na supervisao de sistemas de controle automatico.
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- Proposicao de métodos ndo semanticos de comparacgao entre redes Bayesianas geradas
por algoritmos de aprendizagem diferentes ou por métodos de discretizacao diferentes

fora do contexto de classificadores.

Tanto a area de aplicagdes de redes Bayesianas quanto as areas de discretizacdo de dados
e de validagdo de dados estdo repletas de possiveis trabalhos nos mais diversos niveis. As
sugestdes apresentadas, apenas uma fra¢do dessas possibilidades; sdo apenas algumas das

dire¢des que podem ser seguidas na descoberta do conhecimento.
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